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Abstract—A huge volume of biomedical data (images, genes,
among others) is daily generated. The analysis of such data
is a complex task that demands specialized knowledge, and
the level of expertise directly impacts the diagnosis. Besides,
due to the volume of data such task becomes extremely
tiresome, and hence highly susceptible to errors. Trying to
solve this problem, machine learning approaches have been
proposed in the literature to perform automatic classification of
such data. Despite the several proposed techniques, the great
majority strictly focus just on the effectiveness, and relegate
the efficiency of the classification. This paper presents a novel
learning approach capable to obtain high accuracies, as well as
maintaining a minimal involvement of the expert and interactive
computational time during the learning process. To do so,
the proposed approach exploits the active learning paradigm,
in order to reduce, organize and select the most informative
samples to the learning process of the pattern classifier.

Resumo—Um grande volume de dados biomédicos (imagens,
genes, entre outros) é gerado diariamente. A análise de dados
biomédicos é uma tarefa complexa realizada por especialistas,
e na qual o nível de especialidade pode afetar o diagnóstico.
Além disso, devido ao grande volume de dados, tal tarefa torna-
se um processo cansativo e suscetível a erros. Neste contexto,
abordagens de aprendizado têm sido propostas na literatura para
classificação automática. No entanto, muitas delas neglicenciam a
necessidade de técnicas mais efetivas e eficientes para classificação
de dados biomédicos. Este trabalho apresenta uma abordagem de
aprendizado de forma a obter acurácias elevadas na classificação,
envolvimento mínimo do especialista e tempos computacionais
interativos durante o processo de aprendizado. Para tanto, a
abordagem proposta explora aprendizado ativo, de forma a
reduzir, organizar e selecionar amostras mais informativas ao
processo de aprendizado do classificador de padrões.
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I. INTRODUÇÃO

Devido aos avanços tecnológicos com relação aos disposi-
tivos de aquisição, aumento da capacidade de armazenamento
e velocidade de comunicação, uma grande quantidade de
dados biomédicos (imagens, genes, entre outros) é gerada
diariamente, produzindo grandes conjuntos de dados.

A análise de dados biomédicos é uma tarefa complexa
realizada por especialistas, e em que o nível de especialidade
pode afetar o diagnóstico. Além disso, dada a quantidade de
dados, tal tarefa torna-se um processo extremamente cansativo
e altamente suscetível a erros.

O desenvolvimento de técnicas para realizar o processa-
mento, organização e classificação dos dados torna-se impres-
cindível para posterior manipulação e recuperação de informa-
ções. Uma maneira de anotar uma base de dados é associar
uma informação textual (rótulo) às amostras, atribuindo-na a
uma dada classe, de acordo com o contexto da aplicação.

Técnicas de aprendizado de máquina têm sido desenvolvidas
e utilizadas para treinar e construir um classificador de padrões
robusto, viabilizando o processo de anotação.

Muitos trabalhos na literatura consideram todas as amostras
do conjunto de dados para o treinamento do classificador.
No entanto, muitas amostras do conjunto podem fornecer
informações redundantes, bem como algumas podem fornecer
informações mais relevantes em relação às outras.

Neste contexto, técnicas de aprendizado ativo têm sido
exploradas e bem sucedidas para selecionar uma quantidade
reduzida de amostras mais significativas para o aprendizado
do classificador.

Apesar dos esforços, a maioria das estratégias propostas não
levam em consideração os requisitos de tempos computacio-
nais interativos exigidos em aplicações reais. A abordagem
de aprendizado ativo tradicional requer, a cada iteração do
aprendizado, os processos de classificação, organização e
seleção das amostras mais informativas para o treinamento do
classificador, considerando todo o conjunto de dados.

Contribuições: Este trabalho propõe uma técnica de
aprendizado ativo mais efetiva e eficiente com base em um
paradigma de aprendizado ativo, o qual considera a redução e
organização de um sub-conjunto de amostras mais significati-
vas, para posterior seleção durante o processo de aprendizado.

II. CONCEITOS RELACIONADOS

Para a construção de um classificador, algumas dificuldades
são encontradas tanto no processo de seleção de amostras sig-
nificativas para a etapa de aprendizado, quanto na quantidade
de amostras que devem ser selecionadas.

A simples utilização de um método totalmente randômico
pode não ser o ideal, pois amostras são selecionadas aleato-
riamente do conjunto de treinamento sem nenhuma restrição
ou pré-processamento.

É importante que o conjunto de amostras selecionadas repre-
sente todo o problema, reduzindo redundância de informação
e diminuindo o tempo de processamento e o envolvimento do
especialista.



Uma estratégia bastante utilizada para seleção dos dados é
escolher as amostras mais representativas ou mais diversas, de
forma a fornecer ao classificador o conhecimento de todas as
classes mais rapidamente ao longo das iterações do aprendi-
zado. Outra estratégia amplamente utilizada é a escolha das
amostras mais informativas, incertas ou mais difíceis de serem
classificadas, que encontram-se mais próximas à fronteira de
classificação.

Trabalhos indicam que um melhor desempenho pode ser
obtido levando-se em consideração o conhecimento a priori da
distribuição dos dados. Nestes casos, técnicas de agrupamento
têm sido incorporadas ao aprendizado ativo [1]–[6]. A partir
do agrupamento, amostras mais representativas de cada classe
podem ser obtidas por meio das raízes dos clusters e as
amostras mais informativas por meio das amostras de fronteira
entre clusters.

No entanto, a maioria dos trabalhos [3], [5]–[9] realiza o
agrupamento a cada iteração do aprendizado, bem como utili-
zam todas as amostras do conjunto de dados para realizar os
agrupamentos. Alguns trabalhos [10] propõem uma abordagem
de aprendizado ativo, a qual realiza o agrupamento uma única
vez e considera apenas um conjunto reduzido de amostras
para realizar o agrupamento. Tal abordagem será utilizada
como base neste trabalho, no entanto com uma proposta de
organização e seleção das amostras do conjunto reduzido
(descrita na Seção III).

III. ESTRATÉGIA DE APRENDIZADO ATIVO PROPOSTA

A estratégia de aprendizado ativo proposta realiza um pré-
processamento, o qual consiste nos processos de redução e
organização do conjunto reduzido de amostras mais infor-
mativas para o aprendizado do classificador, diferentemente
das abordagens tradicionais. Posteriormente, a partir da pré-
organização, o processo de seleção das amostras torna-se
mais rápido, uma vez que não requer a classificação e re-
organização de todas as amostras do conjunto de dados.

A. Estratégia de Redução

A estratégia de redução adotada é realizada por meio do
agrupamento das amostras do conjunto de dados. O conjunto
reduzido é composto por amostras raízes de cada cluster e
amostras de fronteira entre clusters. Uma amostra é conside-
rada de fronteira entre clusters, uma vez que, considerando
uma dada vizinhança, exista pelo menos uma amostra k-
vizinha mais próxima de cluster distinto da amostra em
questão.

Após realizar o agrupamento das amostras do conjunto, bem
como analisar quais amostras são de fronteira, são armazena-
dos os pares de amostras de fronteira entre clusters distintos.

B. Estratégia de Organização

Muitas amostras de fronteira podem ser obtidas após o pro-
cesso de redução. Para aumentar a possibilidade de selecionar
amostras de classes distintas e de fato as mais significativas
mais rapidamente, os pares de amostras de fronteira são pré-
organizados.

O critério de organização consiste em calcular as distâncias
entre as amostras de cada par e organizá-las em ordem
crescente de distância. Ao final, tem-se uma lista de arestas
de fronteira pré-organizadas em ordem crescente de distância.

A ideia é priorizar amostras mais similares e que sejam de
classes distintas, as quais seriam as mais difíceis de serem
classificadas. Para tanto, uma estratégia de seleção deve ser
considerada e é apresentada na subseção III-C.

C. Estratégia de Seleção

Dado o conjunto reduzido e organizado previamente, tem-se
o processo de seleção de amostras durante o ciclo de apren-
dizado. Diferentemente das abordagens de aprendizado ativo
tradicionais, o processo de seleção não requer a classificação
e re-organização de todas as amostras do conjunto de dados.
Dessa forma, a seleção torna-se mais rápida até mesmo para
grandes conjuntos de dados.

Na primeira iteração do aprendizado, as amostras correspon-
dentes às raízes dos clusters obtidos a partir do agrupamento
são exibidas ao especialista, o qual realiza a anotação dos ró-
tulos para essas amostras. Tais amostras anotadas constituem o
conjunto de treinamento da primeira instância do classificador.

Durante o ciclo de aprendizado, as amostras na lista orde-
nada de arestas são analisadas. Uma aresta por vez é obtida e
as amostras que constituem tal aresta são rotuladas pela instân-
cia atual do classificador. Tais amostras, caso recebam rótulos
distintos, são selecionadas para serem exibidas na iteração
seguinte. Caso contrário, a próxima aresta na lista é obtida
e rotulada pelo classificador. Note que o classificador auxilia
no processo de seleção de amostras para o seu aprendizado.

Após a obtenção de uma quantidade de amostras a serem
selecionadas por iteração, estas são exibidas ao especialista. A
partir da primeira iteração, o especialista apenas confirma ou
corrige os rótulos das amostras rotuladas incorretamente pelo
classificador. Em seguida, após as confirmações e/ou correções
do especialista, tais amostras são incorporadas ao conjunto
de treinamento da iteração anterior, e uma nova instância do
classificador é gerada. O processo de aprendizado continua até
que o especialista esteja satisfeito com as acurácias, de acordo
com o contexto da aplicação.

IV. EXPERIMENTOS

Foram realizados experimentos com três conjuntos distintos
de dados biomédicos disponíveis publicamente [11]–[13]. Os
conjuntos de dados referem-se a pacientes com Leucemia
Linfoblástica Aguda (Acute Lymphoblastic Leukemia - ALL),
tipo de câncer que ataca as células brancas (leucócitos) do
sangue. Possui sua origem na medula óssea e se espalha para
outras partes do corpo. Foi utilizado também um conjunto
de dados médicos referente a Leucemias de Linhagem Mista
(Mixed-Lineage Leukemia - MLL), tipo de câncer que afeta
principalmente crianças. Diferente da ALL, o paciente costuma
apresentar altas taxas de glóbulos brancos. Informações de
cada um dos conjuntos estão presentes na Tabela I.

Para cada um dos conjuntos de dados, a estratégia de
aprendizado ativo proposta (denotada como AFC – Arestas



Tabela I
DESCRIÇÃO DOS CONJUNTOS DE DADOS.

Nome do
conjunto

Quantidade
de amostras

Quantidade
de atributos

Quantidade
de classes

AML ALL [11] 72 7129 2
MLL [12] 72 12582 3

Subtypes of ALL [13] 327 12558 7

de Fronteira Crescentes) foi avaliada com a estratégia de
seleção aleatória (denotada como Rand – randômica) a partir
do conjunto de dados completo.

Considerando cada conjunto de dados como um conjunto
Z , o qual é dividido aleatoriamente em 80% de amostras para
o conjunto de aprendizado Z2 e em 20% de amostras para o
conjunto de teste Z3. O conjunto de treinamento Z1 aumenta a
cada iteração do aprendizado, quando o classificador seleciona
novas amostras a partir de amostras de fronteira que foram
obtidas de Z2 e o especialista confirma/corrige os rótulos das
amostras selecionadas. O tamanho do conjunto selecionado a
cada iteração é o mesmo para todos os métodos comparados,
e corresponde ao número de classes c do conjunto.

É importante destacar que diferentes métodos de agrupa-
mento (tais como, k-means, k-medoids, OPF) podem certa-
mente ser utilizados no processo de redução dos dados. Neste
trabalho, foi utilizado o k-means [14], sendo o valor de k
definido como o número de classes c do conjunto. Diferen-
tes métodos de classificação também podem ser utilizados,
neste trabalho foram utilizados: o classificador Support Vector
Machines (SVM) [15] e o classificador baseado em floresta
de caminhos ótimos (OPF) [16]. Para facilitar a comparação
entre os métodos, quando aplicável, tais métodos foram deno-
minados como uma tripla, consistindo de método de agrupa-
mento, método de aprendizado ativo e método de classificação.
Os métodos foram denotados como: k-means_AFC_OPF, k-
means_AFC_SVM, Rand_OPF e Rand_SVM.

Foram mensuradas as médias dos valores de acurácias
obtidos por cada instância do classificador a cada iteração do
aprendizado, quando aplicada ao conjunto de teste Z3. Para
obtenção das médias, foram realizadas 10 execuções para cada
um dos métodos comparados. Além das acurácias, foram men-
surados os tempos computacionais para treinamento, seleção
e teste para cada um dos métodos e conjuntos utilizados.

Para execução dos experimentos, foi utilizado um compu-
tador com processador Intel Core i3 de 2.27 GHz e 3 GB de
memória RAM, com sistema operacional elementary OS.

V. RESULTADOS

As Tabelas II-IV apresentam as acurácias médias obtidas
pelos métodos para os conjuntos AML ALL, MLL e Subtypes
of ALL, respectivamente.

De uma forma geral, as técnicas de aprendizado ativo (k-
means_AFC_OPF e k-means_AFC_SVM), utilizando os clas-
sificadores OPF e SVM, apresentaram melhores resultados em
relação aos métodos aleatórios (RAND_OPF e RAND_SVM).
Comparando a utilização dos classificadores, o SVM apresen-
tou um melhor resultado para o conjunto de dados AMLALL

e o OPF apresentou um melhor resultado para os conjuntos
de dados MLL e Subtypes of ALL.

Tabela II
MÉDIA DE ACURÁCIAS DOS MÉTODOS PARA O CONJUNTO DE DADOS

AMLALL.

Iteração k-means_AFC
OPF (%)

k-means_AFC
SVM (%)

RAND
OPF (%)

RAND
SVM (%)

1 50.00 68.75 50.00 66.25
2 58.89 72.22 50.00 68.33
3 65.78 78.50 56.22 70.50
4 67.33 79.09 62.33 74.09
5 70.89 82.08 66.33 76.25

Tabela III
MÉDIA DE ACURÁCIAS DOS MÉTODOS PARA O CONJUNTO DE DADOS MLL.

Iteração k-means_AFC
OPF (%)

k-means_AFC
SVM (%)

RAND
OPF (%)

RAND
SVM (%)

1 79.73 64.44 62.17 50.56
2 84.40 70.95 79.03 66.19
3 87.95 75.00 84.60 74.58
4 87.47 79.63 87.99 77.78
5 86.81 79.00 89.88 81.33

Tabela IV
MÉDIA DE ACURÁCIAS DOS MÉTODOS PARA O CONJUNTO DE DADOS

Subtypes of ALL.

Iteração k-means_AFC
OPF (%)

k-means_AFC
SVM (%)

RAND
OPF (%)

RAND
SVM (%)

1 60.14 31.92 60.81 28.90
2 63.40 40.38 64.04 46.13
3 65.18 48.05 67.88 48.16
4 65.72 54.79 68.36 55.32
5 67.80 59.01 69.16 62.97

Tabela V
MÉDIA DOS TEMPOS DE EXECUÇÃO PARA TESTE, TREINAMENTO E

SELEÇÃO DE AMOSTRAS PARA CADA UM DOS MÉTODOS E CONJUNTOS DE
DADOS UTILIZADOS.

Conjunto
de dados Método Tempo

Teste (s)
Tempo

Treino (s)
Tempo

Seleção (s)

AMLALL

k-means_AFC_OPF 0,001936 0,002738 0,046727
k-means_AFC_SVM 0,173788 0,035915 0,045989

RAND_OPF 0,003384 0,012609 0,000020
RAND_SVM 0,232777 0,050608 0,000020

MLL

k-means_AFC_OPF 0,005083 0,010059 0,162513
k-means_AFC_SVM 0,380726 0,107149 0,162513

RAND_OPF 0,005033 0,018921 0,000023
RAND_SVM 0,285145 0,078135 0,000023

Subtypes
of ALL

k-means_AFC_OPF 0,162658 0,352797 3,989391
k-means_AFC_SVM 2,473569 1,335083 4,002085

RAND_OPF 0,151755 0,479670 0,000036
RAND_SVM 2,405556 1,350664 0,000036

Com relação ao tempo computacional obtido para teste,
treinamento e seleção das amostras para cada um dos métodos
e conjuntos utilizados (Tabela V), é possível observar que,
de uma forma geral, o classificador OPF conseguiu realizar
as etapas de treinamento e de teste mais rapidamente que o
classificador SVM.

Com relação ao tempo para seleção das amostras, a dife-
rença ocorre devido à utilização ou não de um método de



seleção com base em uma pré-organização. Embora o método
aleatório tenha apresentado menor tempo para seleção, vale
destacar que a técnica proposta também apresenta tempos
computacionais interativos para seleção. Além disso, apresenta
o conhecimento de todas as classes do conjunto desde a
primeira iteração, diferentemente do método aleatório que
obtém conhecimento após algumas iterações de aprendizado.

VI. CONCLUSÃO

Neste trabalho foi apresentada uma estratégia de aprendi-
zado ativo para classificação de dados biomédicos. A estratégia
de redução de dados adotada realiza uma diminuição signifi-
cativa dos conjuntos de dados. As raízes obtidas a partir do
agrupamento aumentam a possibilidade de selecionar amostras
a partir de todas as classes desde a primeira iteração do
aprendizado e, as amostras de fronteira possibilitam obter as
mais difíceis para classificação.

As estratégias de organização e seleção propostas permitem
a priorização de amostras mais informativas dentre as amostras
de fronteira previamente analisadas. A estratégia proposta
mostra-se mais adequada para lidar com grandes conjuntos
de dados obtidos a partir de aplicações reais, as quais podem
requerer tempos computacionais interativos, menor envolvi-
mento do especialista e acurácias elevadas mais rapidamente
ao longo do processo de aprendizado.

Dado que os processos de redução e organização são
realizados por agrupamento de amostras, a escolha do mé-
todo de agrupamento é fundamental. Para trabalhos futuros,
experimentos devem ser realizados utilizando outros métodos,
tais como k-medoid e OPF. Outros trabalhos envolvem o
desenvolvimento de outras estratégias para ordenação das
amostras. Além disso, pretende-se avaliar a combinação de
técnicas de aprendizado ativo com técnicas de aprendizado
semi-supervisionado.
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