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Abstract—Glomeruli are renal structures responsible for filter-
ing blood and can be affected by lesions. Currently, computer
systems to help identify these lesions have been developed, and
thus, the detection of these glomeruli is of great importance.
The objective of this work is to evaluate the performance of
object detection models for the detection of glomeruli in digital
histological images. Three models were evaluated: SM1 (SSD
Mobilenet v1), FRR50 (Faster RCNN Resnet 50) and FRR101
(Faster RCNN Resnet 101), of which the FRR50 model obtained
the best result, mAP=0.88.

Resumo—Os glomérulos sido estrutruas renais responsaveis
pela filtragem do sangue e podem ser acometidos por lesdes. Atu-
almente, sistemas computacionais para auxiliar na identficacao
destas lesoes tém sido desenvolvidos, e assim, é de grande impor-
tancia a deteccio destes glomérulos. O objetivo deste trabalho é
avaliar o desempenho de modelos de deteccio de objetos para a
deteccdo de glomérulos em imagens histologicas digitais. Foram
avaliados 3 modelos: SM1 (SSD Mobilenet vl), FRR50 (Faster
RCNN Resnet 50) e FRR101 (Faster RCNN Resnet 101), dos
quais, 0 modelo FRR50 obteve o melhor resultado, mAP=0.88.

I. INTRODUCAO

Uma doenga renal pode afetar a capacidade do corpo
humano de manter o equilibrio dos componentes presentes do
sangue, permitindo a circulacdo de impurezas e toxinas, além
de afetar os componentes funcionais do sangue, como glébulos
vermelhos, glébulos brancos e proteinas. Os glomérulos sdo
uma microestrutura de grande importancia para o rim. Essa
microestrutura € formada por capilares que formam uma
espécie de bola de 12 encontrada no néfron e é a unidade
funcional do rim [1].

As glomerulopatias sdo doencas que afetam diretamente os
glomérulos e dependendo do tipo de lesdo e da quantidade de
glomérulos afetados, elas podem gerar consequéncias graves
para o funcionamento do organismo, podendo levar o paciente
a depender de tratamento permanente ou mesmo levéd-lo a
6bito [2].

O diagndstico das glomerulopatias € realizado por meio de
critérios clinicos, exames laboratoriais e bidpsia. A bidpsia
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renal, que é o procedimento que gera as imagens histolégicas
usadas neste trabalho, consiste na extracdo de um fragmento
de 1 a 2cm do rim, por meio de agulha especifica ou por
meio de cirurgia. Em seguida, o fragmento de tecido € fixado
quimicamente, evitando sua decomposicdo, cortado em cortes
de 2-3 um e colocados em ldminas que serdo examinadas por
um patologista em microscopio [3]. Atualmente, estas laminas
podem ser digitalizadas ou fotografadas, tornando possivel
a manipulacdo através de computadores [4]. Esta evolucdo
permitiu o desenvolvimento de ferramentas que podem au-
xiliar médicos patologistas na automatizagdo de tarefas que
podem abreviar o diagndstico, contribuindo com a melhora na
eficiéncia do tratamento, além de otimizar o uso do tempo de
andlise pelos médicos.

Para auxiliar especialistas da 4rea de patologia renal, um
sistema denominado PathoSpotter [5]-[8], vem sendo desen-
volvido por meio de uma parceria entre profissionais da area
médica e de computagdo. O PathoSpotter, atualmente, é capaz
de classificar glomerulopatias proliferativas com acurécia de
88.3 [9] e glomerulosclerose segmentar com acurdcia de 84.8
para imagens com corante HE (Hematoxolina e Eosina) e 81.3
para imagens com corante PAS (Periodic Acid Schiff) [10],
porém estes classificadores atuam sobre imagens que contém
somente um glomérulo por imagem. Assim, em 2021, um
trabalho de deteccdo de glomérulos foi desenvolvido [11].

Rehem et al. [11] propuseram uma metodologia para de-
teccdo automdtica de glomérulos em imagens histoldgicas
digitais utilizando técnicas de deep learning. Eles usaram os
modelos SSD (Single Shot Detection) Inception v2 (SI2) e
Faster RCNN (Region-based Convolutional Neural Network)
Inception Resnet v2 (FRI2) para a deteccdo de glomérulos e
obtiveram 0,8831 e 0,8723 de mAP, (Mean Average Precision),
respectivamente.

Assim, o objetivo deste trabalho é avaliar o desempenho
de outros modelos de detec¢do de objetos, além daqueles ja
utilizados por Rehem et al. [11]), para a deteccdo de glomé-



rulos em imagens histolégicas digitais de baixa resolucdo e de
aquisi¢do nao padronizada.

II. TRABALHOS RELACIONADOS

Gallego et al. [12] propuseram um método de classificacio
e deteccdo de glomérulos utilizando imagens WSI (Whole-
Slide Image). Com o auxilio de redes CNN (Convolutional
Neural Network) foram capazes de identificar duas classes de
objetos, glomérulos e ndo-glomérulos. O método obteve 0.881
de Precision, 1.0 de Recall e 0.937 de F1 Score.

Simon et al. [13] propuseram um método automatizado para
a localizagdo de glomérulos em WSI. O método proposto
extraiu o vetor de atributos das imagens utilizando mrcLBP
(Multi Radial Color LBP), que é uma adaptagdo do descritor
visual LBP (Local Binary Pattern). Foram utilizadas amostras
de humanos, ratos e camundongos, conseguindo mais de 0.9
de precisdo, e mais de 0.7 de Recall.

Kawazoe et al. [14] propuseram a utilizacdo do método
Faster R-CNN-based em conjunto com o modelo pré-treinado
Inception-ResNet, para detectar glomérulos a partir de um
dataset com 33 mil glomérulos anotados em WSI. O trabalho
teve como finalidade comparar a metodologia proposta com
outros modelos de detec¢do de glomérulos. O método obteve
0.931 de Precision, 0.919 de Recall € 0.925 de F1I Score.

III. MATERIAIS E METODOS

Para o desenvolvimento deste trabalho estd sendo utilizada
a linguagem de programagdo Python, versdo 3.6, em conjunto
com o framework TOD (Tensorflow Object Detection API),
versdo 1.15.0.

Devido a necessidade de alto desempenho computacional,
para o treinamento dos modelos foi utilizado um cluster com
processador Intel (R) Xeon (R) CPU E5-2630 v4 @ 2,20 GHz,
128 GB de RAM e 4 GPUs Tesla K80. O sistema operacional
utilizado foi o Ubuntu Linux, versdo 16.04.4 LTS (Xenial
Xerus).

O desenvolvimento deste trabalho foi dividido nas etapas
de: (a) Definicdo do Dataset; (b) Escolha dos Modelos; (c)
Treinamento dos Modelos; (d) Avaliagdo dos Modelos.

A. Defini¢do do Dataset

Neste trabalho, o dataset utilizado foi o mesmo usado por
Rehem et al. [11]. Ele é formado por um conjunto de 909
imagens fornecidas pelo Centro de Pesquisas Gongalo Muniz
da Fundagdo Oswaldo Cruz (CpgGM/FIOCRUZ). Tratam-se
de imagens de tecido humano com glomérulos sauddveis e
acometidos por glomerulopatia membranosa e glomeruloscle-
rose segmentar. As imagens utilizadas sdo de tecidos corados
com H&E (Hematoxilina e Eosina) e PAS (Periodic Acid
Schiff). O método de aquisicdo das imagens foi através de
fotografia digital, utilizando uma camera fotogrifica digital
acoplada a um microscépio Optico. A resolug@o espacial média
das imagens foi de 0,798 megapixel, sendo a menor de 0,30
megapixel e a maior resolugdo de 3,14 megapixels. As imagens
foram armazenadas nos formatos: JPEG, GIF e TIFF, todas no
modelo de cor RGB (Red, Green and Blue).

O dataset foi dividido em:

1) Dataset de treino: 509 imagens anotadas, das quais
209 imagens contém glomérulos sauddveis, 150 glomérulos
afetados por glomerulopatias membranosas e 150 imagens
contendo glomérulos afetados por glomerulosclerose segmen-
tar.

2) Dataset de validagdo: Para verificar o desempenho dos
modelos durante o treinamento, o dataset de validacado utiliza
200 imagens, das quais 100 imagens contém glomérulos
sauddveis, 50 imagens contém glomerulopatias membranosas
e 50 imagens contendo glomerulosclerose segmentar.

3) Dataset de testes: este dataset nao é utilizado durante
o treinamento do modelo, e sim apds o treino. Seu objetivo
¢é verificar a deteccdo de objetos com amostras nunca antes
vistas por ele. Para isso, estdo sendo utilizadas 200 imagens,
sendo elas, 100 imagens contendo glomérulos sauddveis, 50
imagens contendo glomerulopatias membranosas e 50 imagens
contendo glomerulosclerose segmentar.

B. Escolha dos Modelos

Os modelos escolhidos fazem parte da cole¢do de molelos
pré-treinados Model Zoo, os quais foram treinados com os
conjuntos de dados das principais competicdes de deteccdo de
objetos, como COCO Dataset (Common Objects in Context)
[15].

A escolha dos modelos baseou-se nas informacdes sobre
precisdo e tempo de processamento fornecidas pelo COCO e
sdo eles: SSD Mobilenet vl (SM1), Faster RCNN Resnet 50
(FRR50), Faster RCNN Resnet 101 (FRR101), SSD Resnet
50 (SR50), e RFCN Resnet 101 (RR101)

C. Treinamento dos Modelos

Inicialmente, manteve-se a configuragdo padrdo dos mo-
delos com os 200 mil ciclos de treinamento. O objetivo foi
comparar o tempo de treinamento e as diferencas de acuricia
dos modelos (Tabela I). Até o momento, foram treinados
apenas trés modelos, o SSD Mobilenet V1, Faster RCNN
Resnet 50 e o RCNN Resnet 101.

Apbs o treinamento dos modelos com a configuragdo de
ciclos padrdo, acrescentou-se 50 mil ciclos para verificar o
comportamento do desempenho dos modelos. O tempo de
treino dos modelos com a adi¢do de ciclos pode ser observado
na Tabela II.

Tabela I
TEMPO DE TREINAMENTO DOS MODELOS COM 200 MIL CICLOS

Modelo |

SSD Mobilenet v1

Faster RCNN Resnet 50
Faster RCNN Resnet 101

Tempo de processamento

1 dia, 9 horas, 38 minutos e 35 segundos
1 dia, O horas, 22 minutos e 21 segundos
1 dia, 4 horas, 14 minutos e 19 segundos

Tabela II
TEMPO DE TREINAMENTO DOS MODELOS COM 250 MIL CICLOS

Modelo ‘ Tempo de processamento
SSD Mobilenet v1 1 dia, 20 horas, 17 minutos e 01 segundo
Faster RCNN Resnet 50 | 2 dias, 5 horas, 0 minutos e 25 segundos
Faster RCNN Resnet 101 2 dias, 8 horas, 11 minutos e 23 segundos




D. Avaliagdo dos modelos

O protocolo escolhido para a avaliacdo dos modelos foi o
protocolo COCO (Common Objects in Context), o qual traz
como métricas de avaliagio o mAP, limiar de corte 0.5 a
0.95 com passo 0.05; mAP@0.5 e mAP@0.75, limiar de corte
igual a 0.5 e 0.75; AP Across Scales, mAP por tamanho de
objetos (Small, Medium e Large); AR (Average Recall), para
detec¢do de objetos por imagem e; AR Across Scales, com
Recall maximo por tamanho de objetos.

IV. RESULTADOS PARCIAIS E DISCUSSAO

Ao final da etapa de treinamento dos modelos ja avaliados,
podemos observar que os resultados obtidos na Tabela III
demonstram ser bastante promissores. Diferente de trabalhos
encontrados na literatura [12]-[14], neste, ndo houve uma
padronizagdo na aquisi¢do das imagens utilizadas para treinar
os modelos de detec¢do de objetos. Analisando-se a Tabela
III, o modelo FRR50 obteve mAP de 0.88, mesmo resultado
obtido pelo modelo SI2, utilizado por Rehem et al. [11]

Para verificar o desempenho dos modelos, foram adiciona-
dos mais 50 mil ciclos. Ao comparar os resultados obtidos da
validag@o dos modelos com os diferentes ciclos configurados,
podemos observar que em SM1 e em FRR101 houve uma
queda no desempenho, enquanto que no modelo FRR50, houve
uma pequena melhora. E interessante notar que o modelo
SI2, proposto por Rehem, obteve um resultado melhor que
os demais modelos apresentados e, o modelo FRI2 obteve um
resultado igual ao modelo FRR50, apresentado neste trabalho.

Ao analisar os resultados dos testes finais, podemos observar
que houve uma diferenga significativa no desempenho geral
(mAP) dos modelos. O FRR50 (0.88) demonstrou-se melhor
que o SMI1 (0.78), que por sua vez, apresentou resultados
melhores que o FRR101 (0.54). Ao observar o mAP por corte
de IoU (Intersection Over Union), mAP@.50 e mAP@.75,
onde a boundary box sobrepde 50% ou 75% da area da caixa
ground-truth, vemos que houve um desempenho préximo em
mAP@.50 nos modelos SM1 (0.90) e FRR50 (0.97) e um
tanto distante em FRR101 (0.54), onde o SM1 apresenta um
melhor resultado. Em mAP@.75, o modelo FRR50 possui um
desempenho bem melhor (0.96) quando comparado com os
outros dois modelos (SM1 - 0.88 ¢ FRR101 - 0.56).

Observando o desempenho por escala (mAP Small , mAP
Medium , mAP Lare) nao houveram objetos Small (-1000)
(<32x32 pixels). Os objetos Medium (>32x32 & <96x96
pixels) em geral, obtiveram um resultado muito inferior ao
desempenho geral (mAP) enquanto que os objetos Large
obtiveram um desempenho mais préximo, tendo superado o
desempenho geral nos modelos SM1 (0.814) e FRR101 (0.57).

Ao observar o recall por nimero de objetos, em imagens
de um unico glomérulo (AR@/) os modelos SM1 e FRR50
obtiveram desempenhos proximos (0.74 e 0.73 respectiva-
mente, sendo o modelo SM1 o melhor), enquanto que o
modelo FRR101 obteve um desempenho bem abaixo (0.55).
Em imagens que contém até 10 glomérulos (AR@10), o
FRR50 obteve o melhor desempenho (0.91) seguido por SM1
(0.81) e FRR101 (0.61). Como ndo houveram imagens com
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Figura 1. Detec¢do de glomérulos normais.

(a) SSD Mobilenet vl (b) Faster RCNN Res- (c¢) Faster RCNN Resnet
net 50 101

Figura 2. Detecg¢do de glomérulos afetados por glomerulopatias membranosas.

mais de 10 glomérulos, os resultados de AR@ /00 refletem os
resultados de AR@ ]0.

Ao dividir o AR@ 100 por escala (AR@ 100 Large , AR@ 100
Medium , AR@ 100 Small) pode-se observar que ndo houveram
imagens Small (-1000) com mais de 10 glomérulos, enquanto
que imagens Medium e Large apresentaram uma diferenga
bastante significativa nos desempenhos, sendo que em imagens
Large a detec¢@o € melhor.

Nas Figuras 1, 2 e 3 € possivel observar alguns resultados
da deteccdo de glomérulos pelos modelos. A detec¢do foi
realizada usando o conjunto de dados de teste, que foram
divididos em 3 categorias: glomérulos normais, como podem
ser observados na Figura 1; glomérulos afetados por glome-
rulopatias membranosas (Figura 2) e; glomérulos afetados por
glomerulosclerose segmentar (Figura 3).

As Figuras 1, 2 e 3 mostram que os modelos conseguem
detectar glomérulos mesmo em imagens cujos tecidos foram
preparados com corantes diferentes.

V. CONCLUSAO E TRABALHOS FUTUROS

Até o presente momento, constatou-se que o modelo FRR50
obteve um desempenho geral melhor na valida¢do do treina-
mento em relacdo aos modelos até entdo avaliados. Ao final
do treinamento de todos os modelos, sera realizada uma nova
avaliacdo utilizando também as métricas Precision, Recall e
FI-Score.

O projeto continua em andamento e os préximos modelos
que serdo treinados sdo: RR101 - RFCN Resnet 101 e SR50 -

(b) Faster RCNN Res- (c) Faster RCNN Resnet
net 50 101

(a) SSD Mobilenet v1

Figura 3. Deteccdo de glomérulos afetados por glomerulosclerose segmentar.



Tabela III
RESULTADOS OBTIDOS APOS O TREINAMENTO DOS MODELOS E TESTES FINAIS

[ Validacio (200.000 e 250.000 ciclos)

[ Testes Finais (200.000 e 250.000 ciclos)

Métricas SM1 FRRS50 FRR101 SM1 FRRS50 FRR101
mAP 0.80 - 0.78 0.84 - 0.88 0.55 - 0.54 0.80 - 0.78 0.84 - 0.88 0.55 - 0.54
mAP@.50 091 - 091 0.95 - 0.97 0.83 - 0.82 0.90 - 0.90 0.95 - 0.97 0.82 - 0.82
mAP@.75 0.89 - 0.89 0.94 - 0.97 0.62 - 0.56 0.89 - 0.88 0.94 - 0.96 0.60 - 0.56
mAP Small -1.00 -1.00 -1.00 -1.00 -1.00 -1.00

mAP Medium 0.21 - 0.26 0.60 - 0.72 0.14 - 0.04 0.20 - 0.27 0.54 - 0.72 0.14 - 0.04
mAP Large 0.84 - 0.81 0.87 - 0.88 0.57 - 0.57 0.84 - 0.81 0.85 - 0.88 0.57 - 0.57
AR@] 0.76 - 0.74 0.72 - 0.74 0.55 - 0.55 0.76 - 0.74 0.71 - 0.73 0.56 - 0.55
AR@]10 0.83 - 0.81 0.88 - 0.91 0.61 - 0.61 0.82 - 0.81 0.87 - 0.91 0.60 - 0.60
AR@100 0.83 - 0.81 0.88 - 0.91 0.61 - 0.61 0.82 - 0.81 0.85-0.91 0.61 - 0.61
AR@]00 Small -1.00 -1.00 -1.00 -1.00 -1.00 -1.00
AR@100 Medium 0.22 - 0.29 0.63 - 0.75 0.17 - 0.04 0.22 - 0.29 0.56 - 0.75 0.17 - 0.04
AR@]00 Large 0.87 - 0.84 0.63 - 0.95 0.64 - 0.65 0.86 - 0.84 0.91 - 0.93 0.64 - 0.65

SSD Resnet 50. Posteriormente, os resultados serdo analisados
e comparados.

Ainda como trabalho futuro, serdo adicionadas novas ima-
gens, contendo outras lesdes. O objetivo serd retreinar os
modelos com este novo dataset e verificar o desempenho,
levando-se em conta uma maior variedade de lesdes. Uma
avaliacdo dos modelos por lesdo também serd realizada.
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