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Resumo—Neste trabalho é apresentada uma nova metodologia
capaz de criar malhas tridimensionais utilizando caracterı́sticas
visuais e geométricas. Nossa abordagem é composta por três
passos: i) extração de caracterı́sticas visuais; ii) alinhamento
3D grosseiro a fino e iii) reconstrução da superfı́cie, por meio
do algoritmo de triangulação Delaunay com restrições. A ideia-
chave do método é usar caracterı́sticas visuais, como quinas e
retas, extraı́das de uma imagem para definir restrições para a
reconstrução da superfı́cie. Nossos experimentos realizados em
ambientes internos e desordenados mostram a abordagem como
uma promissora técnica para criação de malhas de ambientes.

Abstract—In this work we present a novel methodology which
is able to create three dimensional meshes based on visual and
geometrical features. Our approach is composed of three steps:
i) visual features extraction; ii) coarse-to-fine 3D alignment and
iii) surface reconstruction, which uses a constrained Delaunay
triangulation algorithm. The key idea is to use visual features
such as corner and lines extracted from a RGB image to estimate
3D meshes consistent with the regions visualized in images. Our
experiments performed in indoor and clutter environments show
that our approach is a promising method for creating a detailed
3D meshes.
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I. INTRODUÇÃO

Tarefas como a criação de ambientes realı́sticos e navegação
autônoma de robôs requerem informações detalhadas das
cenas, como a estrutura tridimensional com uma precisa
descrição das superfı́cies e suas propriedades fotométricas. Um
robô, por exemplo, precisa ter conhecimento de sua posição
em relação aos objetos presentes no ambiente, assim como,
sua dimensão e resultados de sua interação fı́sica para realizar
tarefas autônomas com eficiência.

A fusão de dados provenientes de fontes de diferentes
natureza, como dados visuais adquiridos com uma câmera
e mapas de profundidade de um sensor de distancia, tem
alavancado a qualidade de resultados para metodologias de re-
conhecimento de objetos [1], passando por mapeamento 3D [2]
até extração de descritores eficientes e discriminativos [3].
Similar à abordagem desses trabalhos, neste artigo é proposta
uma nova metodologia para geração de malhas tridimension-
ais de ambientes internos combinando informações visuais e
geométricas extraı́das de dados adquiridos por um dispositivo
RGB-D. Além do baixo custo dos sensores RGB-D, esses
sensores possuem como vantagem a capacidade de adquirir

informações visuais e de profundidade sincronizadas para cada
pixel com alta taxa de aquisição (30 quadros por segundos, por
exemplo).

A criação de mapas tridimensionais apresenta diversos
problemas e desafios, muitos deles proveniente das limitações
impostas pelo sensor de profundidade. Apesar desses sensores
fornecerem dados tridimensionais, a informação de vizinhança
dos pontos, e por conseguinte, a descrição da superfı́cie que
esses pontos pertencem não é fornecida.

Em geral, os sensores RGB-D estimam as informações de
profundidade de uma cena por meio da projeção de padrões
utilizando iluminação infravermelha. Essa abordagem, apesar
de barata, impõe severas limitações aos sensores, uma vez
que inviabilizam seu uso em ambientes nos quais há grande
incidência de luz infra-vermelha, como ambientes externos.
Quanto mais diversificado, complexo, desordenado e depen-
dendo do tipo de material do objetos e superfı́cies do ambiente
mais difı́cil torna-se extrair o mapa de profundidade. Esses
fatores acarretam em perda de informação gerando buracos
na nuvem de pontos tridimensional. Essas falhas podem criar
grandes problemas no processo de geração das malhas, tais
como perda das caracterı́sticas geométricas das superfı́cies e
assim dificultar a criação da conectividade entre os pontos.

A metodologia proposta neste trabalho é composta por
três etapas principais. Após adquiridos dados 3D e visuais
utilizando um sensor RGB-D que fornece imagens e mapas
de profundidade do ambiente, as informações de profundidade
são utilizadas para a geração de nuvens de pontos 3D. Em
seguida, são extraı́das caracterı́sticas visuais, como pontos de
interesse e quinas nas imagens. Cada ponto de interesse é
identificado utilizando um descritor para a realização do casa-
mento e alinhamento grosseiro das nuvens. Posteriormente,
a metodologia calcula a triangulação utilizando restrições do
domı́nio geométrico por meio das caracterı́sticas visuais, e.g.
retas presentes na cena.

Assim, a principal contribuição deste trabalho é a criação de
uma metodologia capaz de gerar malhas tridimensionais ricas
em informações geométricas e visuais do ambiente. Nossa
abordagem provê uma discretização do mapeamento utilizando
da triangulação de Delaunay com restrições que respeita a
geometria da cena envolvida, bem como as caracterı́sticas
visuais.



Fig. 1. Diagrama com os principais passos da metodologia. Os dados visuais e de profundidade são obtidos por um sensor RGB-D e posteriormente utilizados
para a geração de nuvens de pontos 3D. A correspondência entre dois quadros consecutivos é estimada casando as caracterı́sticas extraı́das das imagens para
a etapa do alinhamento grosseiro para que após o alinhamento fino com o ICP seja calculada a triangulação de Delaunay utilizando caracterı́sticas visuais
como restrições.

II. TRABALHOS RELACIONADOS

Ao longo da última década o problema de mapeamento
tridimensional de ambientes internos vem recebendo cada
vez mais atenção das comunidades de Visão Computacional,
Computação Gráfica e Robótica. Sistemas de mapeamento
propostos em [4] e [5], apresentam soluções em tempo real
utilizando dados geométricos adquiridos com equipamentos do
tipo Light Detection And Ranging (LIDAR). Contudo, além
do alto custo do equipamento de aquisição dos dados, em geral
os dados utilizados não fornecem muitos detalhes do ambiente
tendo um uso limitado para estimar o posição em relação a
um ambiente.

Também surgiram trabalhos que começaram a utilizar
grandes conjuntos de informações visuais a fim de gerar
uma representação geométrica mais precisa [6], [7]. Esses
métodos procuram estimar a posição da câmera e calcular
o mapa de profundidade da cena por meio de um conjunto
de pontos de interesses. Para aplicações de realidade virtual,
de rastreamento e mapeamento na robótica o método é em-
pregado obtendo bons resultados. Porém, existem limitações
quando uma descrição detalhada do ambiente é requerida e
é necessário alta precisão do rastreamento e localização de
objetos.

A necessidade da representação geométrica do ambiente
com precisão levou a trabalhos como [8] que propõe no-
vas metodologias para estimar o mapa de profundidade por
meio de múltiplas imagens em tempo real. Os resultados
demonstram que a integração de inúmeras informações visuais
pode trazer significante aumento na precisão do mapa de
profundidade da cena, bem como prover maior riqueza de
detalhes do ambiente.

Nos últimos anos houve um rápido avanço no desen-
volvimento de sensores de profundidade. O surgimento de
dispositivos de baixo custo do tipo RGB-D, como Microsoft
Kinect, Asus Xtion PRO LIVE e Intel RealSense 3D Camera,

vem proporcionando o surgimento de várias aplicações e novos
algoritmos.

Em [9] é proposto um novo sistema de mapeamento em
tempo real para complexos e arbitrários ambientes internos.
A principal desvantagem desse método é seu alto custo com-
putacional, o que torna seu uso inviável para o mapeamento de
grandes áreas. Uma solução para esse problema é apresentando
em [10], no qual os autores propõem uma alteração para
mapear as regiões da cena dinamicamente, retirando pontos
que já foram atualizados incluindo outros pontos no resultado
final. O algoritmo é implementado utilizando uma hierarquia
multithread com componentes capazes de operar em tempo
real. Essa arquitetura facilita a criação e integração de novos
módulos sem impactar no tempo de processamento. Exemplos
de outros trabalhos que utilizam sensores RGB-D são [11],
[12], [13]. Todos esses trabalhos compartilham o objetivo de
utilizar as informações contidas nas imagens visuais e nos
mapas de profundidade para a reconstrução das superfı́cies
presentes no ambiente.

A. Metodologia

O primeiro passo de nossa metodologia, a informação
visual obtida por meio das imagens RGB é utilizada para a
detecção dos pontos de interesses. Cada ponto de interesse é
identificado por um descritor que é utilizado para determinar
a correspondência dos pontos entre as imagens adquiridas em
momentos distintos. Uma vez que as imagens e os mapas de
profundidades estão registrados, a correspondência estimada
utilizando os dados visuais (pontos de interesses e descritores)
serve para realizar o alinhamento grosseiro das nuvens tridi-
mensionais. Dessa maneira, o método alinha nuvens de pontos
de uma cena adquirida de diferentes pontos de vista em um
sistema de coordenadas global.

No segundo passo, o alinhamento das nuvens é refinado para
a obtenção da transformação final de cada nuvem. No terceiro



passo, cada nuvem é triangularizada separadamente utilizando
como restrição a permanência das caracterı́sticas visuais (pon-
tos de interesse e retas) obtidas nos passos anteriores por meio
dos dados visuais. Dessa maneira os pontos pertencentes às
retas detectadas nas imagens, bem como vértices de triângulos
correspondentes a pontos de interesse, são preservados na
triangulação. Assim, as caracterı́sticas visuais coincidentes
com a malha tridimensional do ambiente permanecem nas
malhas geradas de nuvens de pontos tridimensionais obtidas
de pontos de vista distintos. Os principais passos e o fluxo de
dados da metodologia proposta neste trabalho são descritos no
diagrama da Fig. 1.

B. Sensor de Aquisição de Dados

O sensor Kinect One é um sensor do tipo RGB-D. Ele
é capaz de fornecer, simultaneamente e com frequência de
aquisição de 30 Hz, informações de cor e profundidade de
uma cena. Esse sensor permite obter mapas de profundidade
de 512×424 pixels, medindo na faixa entre 0, 5 a 4, 5 metros.
Ele também possui uma câmera de cor 1080p que captura a
uma taxa de 30 Hz ou 15 Hz com pouca luz.

Apesar das estimativas de profundidade do sensor pos-
suir baixo nı́vel de ruı́dos, permitindo representar a cena
de maneira fiel, em algumas regiões podem ocorrer falhas
de captura. Tais regiões correspondem a ”buracos” no mapa
de profundidade onde não há informação disponı́vel. Outro
fator que leva a perda de dados, mas dessa vez visuais, é o
movimento muito rápido do dispositivo o que produz um efeito
de borramento no mapa.

C. Detecção e descrição de caracterı́sticas visuais

As informações de cor adquiridas pelo sensor são utilizadas
essencialmente para extrair caraterı́sticas e detectar regiões
de interesse. Neste trabalhos foram utilizadas as seguintes
metodologias:

Detecção de Retas: Deteçcão de retas utilizando a trans-
formada de Hough (HT). A transformada é um método de
detecção de padrões no espaço de parâmetros [14], [15]. A
HT converte um problema de detecção que pode ser difı́cil no
espaço imagem em um problema de detecção de picos locais
mais facilmente resolvidos no espaço de parâmetros.

Detector e descritor ORB: Para detectar e descrever
regiões de interesse utilizamos o método Oriented FAST and
Rotated BRIEF (ORB) [16]. Esse método apresenta diversos
melhoramentos na metodologia do BRIEF [17] para descrição
de pontos de interesse e do FAST [18] para a detecção
desses pontos. Ele provê invariância à rotação e escala na
detecção e descrição do ponto de interesse. Para aumentar o
desempenho de detecção, os autores aplicam um limiar de
intensidade entre o pixel central e um anel circular em torno
do centro o FAST-9 (raio circular de 9), além de empregar
o Harris corner [19], como medida, para determinar quinas.
Com principais vantagens, o descritor ORB é invariante à
rotação e escala e rápido de ser calculado e tem baixo custo
de armazenamento na memória, uma vez que o descritor final
é representado por uma string de bits.

D. Alinhamento Fino

Após o alinhamento grosseiro por meio das caracterı́sticas
visuais, a metodologia refina o alinhamento utilizando o algo-
ritmo Interative Closest Points (ICP) [20]. O algoritmo procura
pela transformação que minimiza a distância Euclidiana entre
um par de nuvens 3D. Dado um par de nuvens (entrada e re-
ferência), o algoritmo associa cada ponto da nuvem de entrada
com o ponto mais próximo na nuvem de referência. Onde em
seguida estima-se a translação e rotação que minimiza uma
função de erro entre os pontos correspondentes.

E. Triangularização de Delaunay com restrições

Com as nuvens em um mesmo sistema de coordenadas e
alinhadas, o passo seguinte é gerar a malha tridimensional
para as superfı́cies das cenas. Dentre os métodos mais conso-
lidados e estudados para geração de malhas não estruturadas
encontra-se a triangulação de Delaunay [21]. A triangulação
de Delaunay de um conjunto de pontos, é uma triangulação
tal que nenhum triângulo tem um cı́rculo circunscrito que
envolve qualquer ponto do conjunto de pontos. A triangulação
de Delaunay cria triângulos de forma a maximizar o menor
ângulo para todo o conjunto de triângulos, o que tende a evitar
ângulos internos muito pequenos. Dessa forma é gerada uma
malha de qualidade, sem triângulos degenerados.

Neste trabalho, é imposto que a malha gerada respeite
caraterı́sticas visuais e limites geométricos do ambiente. Para
tal emprega-se a triangulação de Delaunay com restrições.
Esse método restringe que determinadas arestas estejam conti-
das na triangulação. Particularmente, essas arestas representam
delimitações da superfı́cie devido a algum fator da cena, como
por exemplo objetos e obstáculos, que se assemelham a uma
reta. Dessa maneira produzimos uma malha com qualidade
que representa detalhadamente a cena tanto em sua dimensão
quanto geometricamente.

III. IMPLEMENTAÇÃO

A. Extração das Caracterı́sticas Visuais

O processamento da imagem é feito por meio da detecção
de pontos de interesse e descrição das caracterı́sticas de
sua vizinhança utilizando o detector e descritor ORB. Tais
pontos são classificados em relação a sua intensidade e de
sua vizinhança. Dessa forma é possı́vel corresponder, com
precisão, imagens da mesma cena que apresentam mesma
caraterı́stica. Também é realizado a extração de retas presentes
imagens. Essas retas na imagens são importantes pois em geral
poderão ser a projeção de qualquer aresta de algum objeto ou
obstáculo do ambiente. O processo é detalhado na Fig. 2.

B. Alinhamento Tridimensional

Cada frame adquirido representa a cena com certa com-
plementaridade em relação ao frame anterior, assim, quando
houver inconsistência em determinada região de um frame é
possı́vel corrigı́-la através da sobreposição de outros frames.
O mapa de profundidade capturado pelo sensor RGD-D é
convertido em uma nuvem de pontos tridimensional, onde cada



(a) (b)

Fig. 2. Extração de caracterı́sticas visuais. Observa-se que dois frames subsequentes apresentam caraterı́sticas semelhantes. A cor em cinza claro representa
os buracos presentes no mapa de profundidade. As linhas em diversas cores identificam as correspondências realizadas e as retas em vermelho representam
as caracterı́sticas visuais detectadas na cena. Em geral essas caracterı́sticas são projeções das fronteiras de objetos ou obstáculos.

Fig. 3. Resultado final após o alinhamento fino por meio do ICP. À esquerda
é apresentado o resultado do alinhamento grosseiro de duas nuvens e à direita
as nuvens alinhadas após o refinamento com ICP.

pixel do mapa é transformado em um ponto com coordenadas
(x,y,z).

As correspondências apresentadas entre as imagens também
estão presentes nas nuvens de pontos. Por meio delas é
possı́vel obter uma transformada rı́gida tridimensional para
um alinhamento grosseiro. Para essa abordagem baseamos no
cálculo da decomposição em valores singulares (SVD) [22].
As correspondências entre as imagens e nuvens de pontos
são sempre feitas a partir da imagem atual com a sua
posterior. Dessa forma os frames devem ser ordenados em
sequência, sem grandes translações, para garantir que sempre
há superposição.

Após a estimativa inicial da transformação, as nuvens de
pontos não estão totalmente alinhadas, já que o algoritmo é
afetado por falha nas correspondências. Para que ocorra um
alinhamento mais preciso, utiliza-se o algorı́timo ICP, obtendo
o resultado mostrado na Fig. 3. Os algoritmos descritos pos-
suem implementações disponı́veis na biblioteca Point Cloud
Library (PCL) [23].

C. Reconstrução da Superfı́cie

Após estimar todas as matrizes de transformação e restrições
associadas às caracterı́sticas visuais da cena, inicia-se o pro-
cesso de triangulação das nuvens de pontos. Para isso foram
utilizadas as estruturas de dados disponı́veis na biblioteca
CGAL [24] e a triangulação Delaunay com restrições.

A triangulação é feita em um plano bi-dimensional definido
por um grid de mesma dimensão da nuvem de pontos
(424x512 pixels). Todos os vértices da nuvem de pontos estão
representados por uma coordenada cartesiana (x,y) projetada
nesse plano. Declaramos na triangulação as restrições das
arestas de interesse encontradas previamente nas imagens e
mapeadas na retas detectadas (retas vermelhas na Fig.2 (b)).

A premissa da imposição das restrições nas malhas é a
de que restrições são caracterı́sticas inerentes ao ambiente
sendo necessário preservá-las nas triangulações. Dessa forma,
cada triangulação na nuvem de pontos dos frames, apesar de
terem poses diferentes, apresentarão as mesmas caracterı́sticas
quando essas forem detectadas nas imagens.

Por fim, é gerado um grande conjunto de malhas e suas res-
pectivas transformações rı́gidas associadas ao número frames
adquiridos do ambiente. Cada matriz de transformação contém
informações de translação e rotação que alinham a malha atual
em relação a anterior. O procedimento final da metodologia
consiste em aplicar as transformações para alterar os valores
dos vértices das nuvens de pontos mantendo a relação de
vizinhança dos vértices.

IV. EXPERIMENTOS

O método proposto foi avaliado utilizando um conjunto de
dados RGB-D adquiridos de um ambiente interno de um labo-
ratório de pesquisa. O ambiente é composto majoritariamente
por mesas, cadeiras e monitores de computador. Todos os
dados foram coletados utilizando o Kinect One controlado por
uma pessoa fazendo movimentos laterais de maneira lenta, a
uma distância média de 2, 64 m. A malha final gerada para
um conjunto de seis frames é mostrada na Fig. 4.

A. Performance

O experimento foi realizado em um computador com as
seguintes especificações:

• Processador Intel Core i5-480M de 2.66GHz;
• Memória 4GB DDR3 SDRAM.
A etapa de detecção e descrição dos pontos de interesse e

correspondências entre as imagens executou em 5.494 ms. O
alinhamento das nuvens de pontos foi a etapa que demandou
a maior parcela do tempo de processamento. O algoritmo ICP
realizou um total de 5 ciclos com 100 iterações entre cada
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Fig. 4. Malha gerada de um ambiente interno de um laboratório de pesquisa (a). Todo conjunto de dados se encontra alinhado e a malha final respeita
as caraterı́sticas geométricas do ambiente detectadas nas imagens visuais. As imagens em (b) e (c) representam a aproximação da malha. Podemos ver a
densidade de pontos e os inúmeros objetos que compõem a malha, como cadeiras e monitores. Em (d) e (e) temos em detalhe a representação de objetos.



nuvem de pontos e um total de 399.562 ms de execução.
A triangulação de todas as nuvens de pontos gastou 5.360
ms para finalizar o processamento. O tempo total de pro-
cessamento para os experimentos foi aproximadamente de 7
minutos.

B. Aspecto qualitativo

Como pode ser observado nas imagens mostradas na Fig. 4,
o método proposto foi capaz de gerar uma malha tridimen-
sional final para o ambiente coerente com as caracterı́sticas
visuais extraı́das das imagens. O mapa de profundidade cap-
turado pelo sensor RGB-D apresentava regiões de falha e
com ruı́dos que foram corrigidos. A Fig. 4 (e) e a Fig. 4
(d) apresenta a malha gerada em detalhe. Observa-se que há
alta densidade de pontos o que corrige regiões com falhas. O
resultado final mostrado na Fig. 4 é a representação tridimen-
sional do laboratório por meio de uma malha densa, as Fig. 4
(b) e a Fig. 4 (c) mostram detalhes de objetos compõem o
laboratório.

C. Limitação

Apesar da metodologia ter sido capaz de gerar uma malha
coerente com o ambiente mapeado, ela é limitada para ambi-
entes que apresentam pouca iluminação, pois nesse caso não
existe informação visuais do ambiente e assim o sistema não
consegue detectar caracterı́sticas visuais. Um outro problema
ocorre quando há falhas de captura produzindo ”buracos” nas
nuvens de pontos, impossibilitando o uso das informações
visuais nessas regiões.

V. CONCLUSÃO

O mapeamento tridimensional de ambientes internos para
aplicações na robótica, entretenimento e realidade aumentada
é de suma importância. Com o potencial dos sensores RGB-
D de baixo custo e boa precisão esse campo demandará cada
vez mais estruturas de dados e algoritmos capazes de trabalhar
com dados visuais e geométricas de maneira sinérgica. Nesse
trabalho apresentamos uma forma de gerar um mapeamento
com triangulação de nuvens de pontos provenientes das sen-
sores RGB-D combinando dados visuais e de profundidades.
O cerne deste projeto é a utilização de informações visuais
do ambiente em conjunto com as de profundidade e a busca
por restrições que caracterizam a geometria do ambiente o
e atribuem vı́nculo entre os dados, tornando-se assim uma
mapeamento mais robusto.

Os resultados mostraram que é possı́vel utilizar essa abor-
dagem por meio de poucos dados do ambiente, tendo a
metodologia se mostrado promissora para o problema. No en-
tanto, faz-se necessário realizar uma avaliação mais completa
com outros tipos de ambientes, bem como o uso de outras
caracterı́stica visual, como regiões curvas, por exemplo.
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