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Resumo—Lung cancer is the third most common among the
types of cancer existing in the world, staying back of prostate
cancer in men and breast cancer in women. Computer-Aided
(CAD) systems have been built in order to help experts identify
and classify lung nodules. One type of CAD that has shown
good results is the Content-Based Image Retrieval (CBIR). But
one of the biggest challenges of CBIR is to define the appropriate
measure for evaluating the similarity, other is to find a way to
address the gap between the features used by experts to evaluate
the images and attributes extracted from it segmentation. This
work proposes a CBIR architecture to automatically calculate
the weights of the attributes based on local learning to reflect
the user interpretation in image retrieval process, reducing the
semantic gap and improving performance in the recovery based
on content.

Resumo—O câncer de pulmão é o terceiro mais comum entre
os tipos de câncer existentes no mundo, ficando atrás apenas do
câncer de próstata nos homens e de mama nas mulheres. Muitos
sistemas de auxílio computadorizado têm sido construídos com o
propósito de ajudar os especialistas a identificar e classificar os
nódulos pulmonares. Um tipo de sistemas que vem apresentando
bons resultados é o Content-Based Image Retrieval (CBIR). Um
dos grandes desafios dos sistemas CBIR é definir a medida
apropriada para avaliar a similaridade, outro é encontrar uma
forma de resolver o gap entre as características utilizadas pelos
especialistas para avaliar as imagens e os atributos extraídos a
partir da sua segmentação. Este trabalho propõe uma arquitetura
CBIR capaz de calcular automaticamente os pesos dos atributos
baseada em aprendizagem local para refletir a interpretação
usuário no processo de recuperação de imagens, minimizando
o gap semântico e melhorando a performance na recuperação
baseada em conteúdo.
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I. INTRODUÇÃO

O câncer de pulmão é o terceiro mais comum entre os tipos
de câncer existentes no mundo, ficando atrás apenas do câncer
de próstata nos homens e de mama nas mulheres [1]. Ela
é uma doença com natureza agressiva e silenciosa. Isso faz
com que os sintomas sejam percebidos quando a doença já
está em estágio avançado. Aliado a isso, falhas na detecção
das lesões pulmonares em estágios iniciais podem ocorrer por
causa do pequeno tamanho dos nódulos e por estarem anexos
à estruturas anatômicas complexas [2].

Nas últimas décadas, métodos de auxílio computadorizado
têm sido desenvolvidos para a detecção e caracterização de

nódulos pulmonares de imagens de tomografia computadori-
zada. Eles são baseados em técnicas de visão computacional,
processamento de imagens e reconhecimento de padrões.

Com o propósito de fornecer uma segunda opinião ao radio-
logista no diagnóstico, surgiu o conceito de Computer-Aided
Diagnosis (CAD). Este tipo de sistema não visa diagnosticar
o paciente, mas auxiliar ao especialista fornecendo meios para
que sejam obtidos melhores resultados na detecção de nódulos
pulmonares [3].

Content-Based Image Retrieval (CBIR) é um framework
CAD que provê suporte aos especialista recuperando imagens
baseadas em conteúdo tanto da imagem quanto dos exames.
É uma das áreas de pesquisa mais vivas no campo da visão
computacional nas últimas décadas [4]. Ele tem sido utilizado
para recuperar exames similares a um exame de referência com
base em critérios de similaridade, permitindo que especialistas
analisem outros casos já diagnósticados semelhantes a um
novo ainda não diagnostiado [3].

Um dos grandes desafios dos sistemas CBIR é definir
a medida apropriada para avaliar a similaridade que será
utilizada para indexação do ranking das imagens recuperadas,
outro é encontrar uma forma de resolver o gap entre as
características utilizadas pelos especialistas para avaliar as
imagens (informações semânticas extraídas pelo conhecimento
adquirido do usuário) e os atributos extraídos pelas técnicas
de análise de imagens [5].

Quando o usuário classifica um objeto, ele o faz com base
em informações coletadas dos exames, imagens e quaisquer
outros meios possíveis. Mas cada uma das informações utili-
zadas tem maior ou menor influência na tomada de decisão
pelo especialista. Pensando desta forma, existem atributos com
mais ou menos peso na classificação e isso introduz um fator
semântico no problema da recuperação de imagens. Portanto,
encontrar uma forma de mensurar o peso dos atributos permite
que a recuperação seja melhorada através da atribuição de
maior influência daqueles que melhor caracterizam os objetos
em detrimento daqueles que não tem uma boa capacidade de
representação [6].

O objetivo deste trabalho é apresentar um método capaz
de calcular automaticamente os pesos dos atributos baseada
em aprendizagem local com o com o objetivo de refletir a
interpretação usuário no processo de recuperação de imagens.



II. IMPLEMENTAÇÃO

A. Base de imagens

A base de imagens utilizada neste trabalho é uma extensão
da base de imagens do Lung Image Database Consortium
(LIDC) [7] apresentada por Ferreira Junior & Oliveira [8].
Ela é uma base não-relacional pública, orientada a documen-
tos, de nódulos pulmonares identificados e classificados por
especialistas, caracterizados por Atributos de Textura 3D (ATs
3D). Cada um deles possui um atributo de probabilidade de
malignidade com valores entre 1 e 5: a) 1 para probabilidade
alta para ser benigno; b) 2 para probabilidade moderada para
ser benigno; c) 3 para malignidade indeterminada do nódulo;
d) 4 para probabilidade moderada para ser maligno; e e) 5
para probabilidade alta para ser maligno.

Foram descartados os nódulos com classificação 3, já que a
probabilidade de malignidade é indeterminada, enquanto que
as classificações 1, 2, 4 e 5 dão indícios ao radiologista de
que o nódulo que está sendo analisado é benigno ou maligno.

Os ATs 3D de interesse neste trabalho estão definidos em [9]
e são os seguintes: energia, entropia, contraste, momento de
diferença inverso, matiz, proeminência, correlação, variância e
homogeneidade. Eles são calculados a partir de uma extensão
da Matriz de CoOcorrências (MCO 3D) para manipular volu-
mes de imagens. Desta forma, os 9 ATs são calculados em 4
direções diferentes (0o, 45o, 90o e 135o) da MCO 3D.

B. Normalização

Cada atributo extraído possui o seu próprio intervalo de
valores e que não são necessariamente coincidentes. Para
utilizar métricas de similaridades baseadas em distância, faz-se
necessária a normalização da base para que todos os dados se
localizem em um intervalo de valores específico. O método de
normalização aplicado neste trabalho foi o método Transfor-
mação Z, também conhecido como Normalização Estatística
apresentado em Lucena et al. [9].

C. Métrica de similaridade

A medida de similaridade utilizada neste trabalho é a
Distância Euclidiana Ponderada (DEP). Essa é uma variação
da Distância Euclidiana (DE) que possui pesos associados às
coordenadas dos vetores. Ela é utilizada para medir a simi-
laridade entre dois nódulos através da comparação dos seus
vetores de AT 3D. Quanto mais semelhantes as representações
vetoriais dos nódulos forem, mais próximo de zero será o valor
de sua distância, enquanto que quanto mais diferentes forem,
maiores serão os valores da distância calculada.

A sua forma está descrita na Equação 1, onde
→
x=

[x1, . . . , x36] como o vetor AT da imagem de referência,
→
y= [y1, . . . , y36] sendo o vetor AT das imagens que serão
comparadas,

→
w= [w1, . . . , w36] como o vetor de pesos asso-

ciados a cada um dos atributos.

d(
→
x,
→
y ) =

√
w1(x1 − y1)2 + · · ·+ w36(x36 − y36)2 (1)

Os pesos representam a influência dos atributos no processo
de recuperação de nódulos semelhantes pela CBIR. Seu cál-
culo leva ao seguinte raciocínio: maiores valores serão asso-
ciados aos atributos que têm valores homogênios, e menores
valores serão associados aos atributos cujos valores possuam
grande variabilidade. Identificar quais atributos carregam as
informações mais relevantes para classificar as lesões pode
ajudar sobremaneira no aumento da acurácia na avaliação
médica, por propiciar resultados mais precisos dos algoritmos
de recuperação de imagens [6].

D. Processo de atualização local de pesos automática
O processo é composto por duas fases que são executadas

de forma sequencial e cíclica: uma Fase de Avaliação e uma
Fase de Treinamento (Figura 1).

Figura 1. Workflow do processo de atualização de pesos

As fases possuem estruturas semelhantes que consistem
basicamente em aplicar a técnica Leave-One-Out [10] para
fazer iterações sobre as bases de dados correspondentes sele-
cionando cada um dos nódulos armazenados e utilizando-os
como nódulo de referência para a recuperação dos n nódulos
mais semelhantes através de uma Métrica de Similaridade.

O ciclo se inicia com a Fase de Avaliação e em seguida
a Fase de Treinamento (Figura 1). Este processo deve ser
executado até que algum critério de parada seja alcançado.

E. Fase de Avaliação
Esta fase consiste em fazer uma iteração na base de dados

de avaliação também com a técnica LOO utilizando cada
um dos nódulos como nódulo de referência para recuperar
os n mais similares. A cada recuperação feita é calculado o
valor de avaliação v da recuperação através da Equação 2,
que é uma função de decaimento exponencial, onde: Rn×a
é a matriz ordenada com os nódulos recuperados na qual
n corresponde ao número de nódulos similares que serão
recuperados, e a é a quantidade de atributos. A ordem da tabela
é determinada pela similaridade dos nódulos, os mais similares
situam-se nas posições iniciais; si é o valor da recompensa
associado à relevância do nódulo n da matriz R na posição
i; {γ ∈ R | 0 < γ ≤ 1} é o fator de desconto, que ajusta a
relevância das recompensas s dadas ao longo do ranking de
recuperação.



f(Rn×a) =

n∑
i=1

γisi (2)

Esta Função de Avaliação foi adotada por ter a capacidade
de representar a amortização das recompensas ao longo da
ordem de recuperação, que é uma característica importante
para a nossa proposta, pois, devido à grande quantidade de
exames recuperados, os usuários tendem a avaliar os resultados
melhores colocados e esses direcionarão os especialistas no
diagnóstico [4], [11].

As recompensas aplicadas aos nódulos dependem da malig-
nidade do nódulo de referência e da malignidade do nódulo
recuperado. Os valores atribuídos são os seguintes: 4, se for
altamente relevante; 2, se for moderadamente relevante; e 0 se
for moderadamente ou altamente irrelevante.

F. Fase de Treinamento

A Fase de Treinamento tem por objetivo encontrar um
conjunto W de pesos associados aos atributos que permitam
uma recuperação na qual os nódulos sejam mais semelhantes.

Consideram-se nódulos semelhantes aqueles em que os
valores de cada um dos atributos são muito próximos, ou até
mesmo iguais.

Os pesos associados aos atributos refletem as diferentes
contribuições dos descritores na caracterização do objeto. Não
existe um mapeamento direto entre os critérios de classificação
utilizados pelo usuário e a forma de representação dos objetos
pela máquina. O que se busca aqui é uma adequação dos pesos
de tal forma que seja possível alcançar melhores resultados na
recuperação de nódulos semelhantes por meio da minimização
da influência de atributos que possuem alto índice de dispersão
em nódulos de mesma malignidade e aumento da influência
dos atributos que possuem baixo índice de dispersão em
nódulos de mesma malignidade.

Neste trabalho, é apresentada uma proposta de atualização
de pesos baseada no desvio padrão para atualização dos pesos
(Equação 4) e o ajuste se dará pela Equação 6 que ajusta o
peso a cada iteração. Para nosso conhecimento, está é uma
técnica inédita aplicada ao contexto de sistemas CBIR.

O desvio padrão (σ) é uma medida de dispersão estatística,
ou seja, ele mede a dispersão dos dados de uma amostra com
relação a sua média (Equação 3), onde: t é o tamanho da
amostra e x é a média da amostra.

σ =

√∑t
i=1(xi − x)2

t− 1
(3)

A proposta é baseada nas seguintes premissas: se todos
os nódulos semelhantes têm valores similares para um de-
terminado conjunto de atributos, isso significa que esses são
bons indicadores para representar aqueles nódulos. Por outro
lado, se os valores de um conjunto de atributos são muito
diferentes, ou seja, muito dispersos, então eles não são bons
indicadores. Logo, o inverso do desvio padrão (Equação 4) dos
dados associados a um atributo pode ser considerada uma boa

estimativa para o seu peso, porque quanto menor a variância,
maior é o peso e vice-versa.

w(a) = σ−1 (4)

Para ilustrar a atualização dos pesos dos atributos com base
nos n nódulos recuperados observe a Figura 2, considerando:
a) n o número de nódulos recuperados; b) f o número
de atributos usados para representar cada nódulo; c) Πf

representando a projeção do atributo f na matriz de nódulos
recuperados; d) σ−1(Πf ) representando a aplicação do inverso
do desvio padrão sobre a amostra resultante da projeção Πf ;
e) wf como sendo o peso do atributo af .

Figura 2. Método de atualização de pesos

Após a identificação de cada wf associado aos atributos af
é preciso aplicar a Equação 5, porque wf ∈ R∗+ e ele pode
assumir valores muito grandes quando a amostra variar pouco,
ou muito pequenos quando a amostra variar muito. Com isso,
temos um novo peso w′f com intervalo (0, 1].

w′f =
wf∑f
i=1 wi

(5)

A cada iteração é encontrado um WCorrente, ele é usado
para ajustar o conjunto de pesos W usando a Função de Ajuste
(Equação 6), onde: a) W é o conjunto com os melhores pesos
até o momento; b) WCorrente é o conjunto de pesos da
iteração corrente; c) α é o fator de ajuste; d) W ∗ é o novo
conjunto de pesos ajustados.

W ∗ = W + α(W −WCorrente) (6)

III. RESULTADOS E DISCUSSÃO

Os gráficos 3 e 4 apresentam os resultados dos cálculos
das precisões na recuperação dos nódulos de classificação
1 e 5, respectivamente, utilizando AT 3D aplicados à DEP
com os pesos definidos por meio do processo de atualização
de pesos proposto neste trabalho. Os nossos resultados estão
sendo comparados com os do trabalho apresentado em nosso
trabalho preliminar [9], onde foi utilizada a mesma arquitetura
CBIR, entretanto, utilizando Distância Euclidiana (sem pesos).

A utilização do método aqui descrito proporcionou um
aumento de 18,82% na precisão da recuperação de 10 nódulos



Figura 3. Resultados da recuperação de nódulos com malignidade 1

Figura 4. Resultados da recuperação de nódulos com malignidade 5

pulmonares com malignidade 1 e 15,77% na precisão da
recuperação de 10 nódulos com maliginidade 5 em compa-
ração com os resultados em nosso trabalho preliminar [9]. Os
pesos utilizados na DEP foram definidos após 10 iterações
de treinamento sem acréscimos no valor de avaliação de
recuperação com a taxa de aprendizagem (λ) igual a 0,3. O
aumento médio na precisão foi de 17,3%.

Para poder comparar os resultados obtidos, a precisão foi
calculada segundo a Equação 7, onde: a ) P - vetor de tamanho
i com as precisões da recuperação. Cada posição possue a
precisão na ordem n; b ) V P - é o número de Verdadeiros-
Positivos obtidos até a ordem n; c ) T - é o número total de
nódulos recuperados até a ordem n; d ) n - número da ordem
na recuperação; e e ) i - número de nódulos recuperados.

Pi =

i∑
n=1

V Pn

Tn
(7)

A. Limitação

Embora os resultados tenham mostrado um aumento médio
de quase 20% na precisão da recuperação dos nódulos simi-
lares, a metodologia aqui apresentada não alcançou precisão
acima de 90% que é um valor já alcançado por outros modelos
de sistemas baseados em classificação como o apresentado
por Han et al. [12]. Além disso, ainda não foi criada uma
relação entre a atualização dos pesos e as probabilidades
de malignidade e isso pode levar a melhores resultados por
adicionar informações ao método de recuperação.

IV. CONCLUSÃO

Neste trabalho, para o nosso conhecimento, foi apresentada
uma técnica inédita aplicada a uma arquitetura CBIR que
permite identificar automaticamente os pesos dos atributos em
sistemas que utilizam a DEP como métrica de similaridade. Os
testes executados apresentaram o aumento médio da precisão
na recuperação de nódulos com probabilidade de malignidade
1 e 5 de 17,3% em comparação com os resultados prelimina-
res [9].
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