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Resumo—A Visualizacao busca fornecer entendimento sobre
conjuntos de dados por meio de representacdes graficas. Para
dados multidimensionais, representacdes graficas podem ser ge-
radas apos a aplicaco de técnicas de projecao multidimensional,
no entanto, o processo de reducio de dimensionalidade impoe
sobreposicio nos marcadores que representam as instancias de
dados, dificultando o processo de anilise. Este trabalho apresenta
uma avaliacdo de quatro técnicas de remocio de sobreposicio
mediante métricas que consideram relagcoes de vizinhanca, classe
e similaridade.

Abstract—Visualization aims at providing knowledge about
data sets using visual representations. For multidimensional data,
visual representations can be generated after application of mul-
tidimensional projection techniques, however, the dimensionality
reduction process imposes overlaps among the markers used to
represent data instances, impairing the analysis process. This
work presents an evaluation of four overlap removal techniques
through metrics that consider neighborhood, class and similarity
relations.

I. INTRODUCAO

Atualmente, existe uma grande preocupagdo com a dificul-
dade em analisar grandes conjuntos de dados. A Visualizacio
busca fornecer o entendimento aos analistas por meio de
representacdes graficas geradas de acordo com esses dados.
Para dados multidimensionais, uma classe de técnicas ampla-
mente utilizada sd3o as projecdes multidimensionais [1]-[3].
Uma técnica de projecdo multidimensional mapeia dados de
alta dimensao (R™) para dados de baixa dimensdo (RP), com
0 objetivo de manter as relacdes de similaridade e vizinhanga
tanto quanto possivel, isto €, se determinadas instancias sdo
similares no espago multidimensional tais instincias também
devem ser similares no espago projetado.

Uma caracteristica inerente do processo de reducdo mul-
tidimensional é a sobreposi¢do dos marcadores utilizados
para representar as instancias dos conjuntos de dados. Esse
problema de sobreposicao, que € intensificado pelo aumento da
dimensionalidade e tamanho do conjunto, prejudica a andlise
efetiva das visualizagdes geradas por projecdes multidimensi-
onais, visto que diversas instincias ficam obstruidas. Neste
trabalho, é apresentada a avaliacdo de quatro técnicas de
remog¢do de sobreposi¢do mediante cinco métricas de andlise
que consideram relacdes de similaridade, vizinhanca e classe,
assim como os tempos de execucdo e as caracteristicas mais
importantes de cada técnica.

O restante deste artigo estd organizado da seguinte maneira.
Na Secdo II sdo apresentadas as técnicas de remocdo de

sobreposicdo avaliadas. Na Secdo III sdo apresentados os
resultados da avaliag@o. Por fim, uma conclusao € apresentada
na Secdo IV.

II. TECNICAS DE REMOCAO DE SOBREPOSICAO

As técnicas de remocdo de sobreposicdo consideram dife-
rentes abordagens para diminuir a sobreposi¢do dos marca-
dores, utilizando tanto estratégias simples quanto algoritmos
que minimizam funcionais de energia. A técnica ProjSnip-
pet [4] utiliza um funcional de energia construido por dois
componentes, um que codifica as relacdes de vizinhanca e
outro que codifica a sobreposi¢do entre as instdncias. Na
técnica RWordle [5], primeiramente as instancias sdo ordena-
das de duas maneiras possiveis: Linear Ordering (RWordle-
L), considerando uma linha de varredura especificada por um
angulo «; e Concentric Ordering (RWordle-C), considerando
a distancia para o centro geométrico da projecdo. Conforme
as instincias sdo projetadas, as sobreposi¢cdes sdo removidas
por meio de um processo que move cada instincia em espiral,
até encontrar uma posicao livre. A técnica PRISM [6] opera
minimizando uma func¢do de stress que tem por objetivo
remover a sobreposicdo de cada par de nds conectado por
uma aresta em um grafo de proximidades. Por fim, a técnica
VPSC [7] constr6i um conjunto de restri¢des de sobreposi¢ao
e as remove adicionando as instancias em blocos que possam
conté-las sem a sobreposicao.

III. AVALIACAO

Para avaliacdo das técnicas descritas anteriormente, foram
utilizadas quatro métricas de andlise amplamente empregadas
na literatura para avaliacdo de projecdes multidimensionais,
além de uma métrica utilizada para avaliagdo da modificacao
do layout inicial. Essas métricas sdo tteis para verificar se
os algoritmos mantém as relagdes de classe, similaridade e
vizinhanga impostas pelas técnicas de projecdo:

o A métrica Similaridade de Layout (SL) [6] verifica o
quanto as estruturas foram modificadas no processo de
remocdo de sobreposi¢do. Quanto menor for o valor
para a métrica SL, melhor a técnica de remocdo de
sobreposi¢do;

o A métrica Stress [8] calcula o quanto de informacdo foi
perdida durante a projecdo. Quanto menor for o valor de
Stress, melhor serd a técnica de projecao;
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Figura 1. Projecdes iniciais dos conjuntos de dados e layouts apés a remogdo de sobreposicdo.

o A métrica Coeficiente de Silhueta (CS) [9] é utilizada
para interpretar a consisténcia dos agrupamentos de da-
dos, com valor variando entre —1 a 1. Melhor qualidade
¢é indicada por valores proximos de 1;

o A métrica Neighborhood Hit (NH) [2] € utilizada para
avaliar a percepcdo de classes em uma projecdo, isto &,
quao bem uma projecdo pode separar as classes;

o A métrica Neighborhood Preservation (NP) [10] € utili-
zada para avaliar uma projecdo segundo a preservacdo de
vizinhanga. Assim como para a métrica NH, o valor da
métrica NP varia de 0 a 1, com melhor preservacdo de
vizinhanga indicada por valores préximos de 1;

o Por fim, sdo apresentados os tempos de execugdo para
cada algoritmo.

Vale ressaltar que o resultado para as métricas NH e NP
sdo calculados considerando vizinhangas de 1 a 30.

Os testes foram efetuados mediante seis conjuntos de dados:
diabetes, que contém 169 instancias de pacientes descritos por
8 atributos; iris, que contém 150 instancias de flores Iris des-
critas por 4 atributos; Mammals, que contém 183 instancias de
mamiferos descritos por 72 atributos; Medical6 e Medicall2,
que contém 270 e 72 imagens de MRI, respectivamente, e
sdo descritos por 28 atributos; e CBR-ILP-IR, que contém
574 documentos descritos por 43 termos. As projecdes dos
conjuntos de dados, realizadas pela técnica IDMAP [1], e a
aplicacdo das técnicas de remocdo de sobreposi¢do podem ser
visualizadas na Figura 1.

A. Similaridade de Layout

Na Figura 2 sdo apresentados os resultados para a métrica
SL. E possivel perceber que as técnicas PRISM e ProjSnippet
desempenham o melhor papel em preservar as estruturas.
O o6timo resultado dado pela técnica ProjSnippet também &



devido ao fato de que a técnica ndo consegue remover toda
sobreposi¢cdo, tornando o layout gerado mais similar com a
projecdo inicial.

Boxplots para a métrica Similaridade de Layout
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Figura 2. Boxplots para a métrica Similaridade de Layout.

Note na Figura 2 que, como os conjunto de dados Diabetes,
CBR-ILP-IR e Medical6 apresentam alta taxa de sobreposi¢ao,
tais conjuntos prejudicam o resultado das técnicas.

B. Stress

Para a métrica Stress (ver Figura 3), a técnica ProjSnip-
pet novamente apresentou resultados muito similares aos da
projecdo. No entanto, os resultados para as técnicas restan-
tes também sdo satisfatérios. A projecdo inicial também foi
inserida para efeitos de comparacao.

Boxplots para a métrica Stress
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Figura 3. Boxplots para a métrica Stress.

C. Coeficiente de Silhueta

Considerando a métrica CS, as técnicas PRISM, ProjSnippet
e VPSC apresentaram resultados muito similares, visto que

conseguem preservar as estruturas de classes
como pode ser verificado na Figura 4.

da projecao,

Boxplots para a métrica Coeficiente de Silhueta
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Figura 4. Boxplots para a métrica Coeficiente de Silhueta.

Enquanto que para todos os conjuntos de dados o comporta-
mento € similar, as técnicas RWordle-C e RWordle-L apresen-
taram resultados inferiores principalmente para o conjunto de
dados CBR-ILP-IR, ja que ndo conseguem manter a separacao
de classes.

D. Neighborhood Hit

Para a métrica NH, pode-se notar na Figura 5 que as
técnicas PRISM e ProjSnippet apresentaram os melhores re-
sultados, mais similares aos da proje¢ao.

Boxplots para a métrica Neighborhood Hit
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Figura 5. Boxplots para a métrica Neighborhood Hit.

Enquanto os melhores resultados sdo apresentados para os
conjuntos de dados com separacdo de classes bem definida, as
técnicas RWordle-C e RWordle-L diminuem consideravelmente
a qualidade da projecdo para conjuntos mais problematicos,
em que classes estdo préximas uma das outras.



E. Neighborhood Preservation

Na Figura 6 sao apresentados os resultados para a métrica
NP. Os conjuntos de dados mais problematicos, isto é, aqueles
em que hd alta taxa de sobreposicdo, diminuem o desempenho
das técnicas. Novamente, as técnicas PRISM e ProjSnippet
apresentaram resultados similares aos da projecao inicial.

Boxplots para a métrica Neighborhood Preservation
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Figura 6. Boxplots para a métrica Neighborhood Preservation.

F. Tempo de execucdo

Considerando o tempo de execucdo (ver Figura 7) , os con-
juntos de dados Medical6 e CBR-ILP-IR foram responsaveis
pela maior variagdo de tempo dos algoritmos. Enquanto as
técnicas PRISM, RWordle-C e RWordle-L nao apresentaram
escalabilidade no tempo de execugdo, as técnicas ProjSnippet
e VPSC conseguiram manter bom desempenho.

Boxplots para o Tempo de Execucdo
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Figura 7. Boxplots para o tempo de execugdo.

A partir da andlise, algumas consideracdes podem ser feitas.
As técnicas RWordle-C e RWordle-L ndo consideram relagdes

estruturais e de vizinhanca e, com isso, seu desempenho
é prejudicado em conjuntos de dados com alta taxa de
sobreposi¢do. A técnica ProjSmippet possui a caracteristica
de preservar estruturas, agrupamentos e a vizinhanga inicial
de forma efetiva, contudo, tende adicionar espagos excessivos
a tela de visualizacdo. A técnica VPSC gera layouts que
preservam a estrutura geral da projecdo, além de obter bom
desempenho considerando o tempo de execugdo, contudo,
apresenta desempenho mediano em relacdo as métricas de
avaliacdo. Finalmente, a técnica PRISM apresenta bons re-
sultados considerando as métricas utilizadas, sendo capaz
de preservar as relagdes impostas pela projecdo, mas possui
dificuldade em manter o layout compacto.

IV. CONCLUSAO

Técnicas de projecdo sdo uma importante ferramenta para
andlise de conjuntos de dados multidimensionais, no en-
tanto, a sobreposi¢cdo dos marcadores torna o processo de
analise dificil. Neste trabalho, avaliamos diferentes técnicas de
remogdo de sobreposi¢cdo para apresentar suas caracteristicas.
As técnicas de remogdo de sobreposi¢do foram avaliadas
segundo métricas que consideram relacdes de similaridade
e estruturas de vizinhanca e classes. As técnicas ProjSnip-
pet € PRISM, em geral, apresentaram resultados superiores
considerando as métricas utilizadas, no entanto, as diferentes
caracteristicas dos algoritmos podem ser exploradas de acordo
com as caracteristicas dos conjuntos de dados.
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