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Abstract. In this paper, a family of polynomial wavelets generated from powers of sigmoid

functions is presented. It is described how networks of wavelet units based on these functions can

be constructed, through the appropriate de�nition of the function coe�cients, and its be applied

to signal processing and image processing tasks. As an example of application for the method

proposed, it is studied the problem of function approximation by neural networks of polynomial

wavelets and the problem of image compression based on multi-resolution analysis.

1 Introdu�c~ao

Na �area de processamento de sinais e, particular-

mente, em processamento de imagens tem ocorrido

um razo�avel investimento em pesquisas para o desen-

volvimento de novas t�ecnicas e m�etodos que possam

ser empregados em um amplo dom��nio de aplica�c~oes

[GW91]. Uma das preocupa�c~oes b�asicas diz respei-

to com a transforma�c~ao adequada de sinais, de modo

que os mesmos possam ser analisados e \formas com-

portadas" de sua representa�c~ao possam ser extra��das,

economizando o espa�co de mem�oria necess�ario para

o armazenamento e a diminui�c~ao da demanda com-

putacional exigida [Mor89],[MM92].

A transforma�c~ao de sinal entre os dom��nios do

tempo e frequência, geralmente n~ao se con�gura co-

mo um problema de grandes propor�c~oes e v�arias fer-

ramentas matem�aticas est~ao dispon��veis. Para isto

a utiliza�c~ao das Transformadas de Fourier, Laplace,

Z, Karhunen-Lo�eve, Wavelets entre outras [OS75],

[Chu92], [MF94],[JZD+94].

Atualmente, as transformadas wavelets tem con-

seguido um lugar de destaque em rela�c~ao as demais

transformadas devido a sua e�ciência computacional

e a existência de algoritmos r�apidos tanto para trans-

formada direta como a sua inversa [Mal89].

Neste sentido, investimos esfor�cos para a cons-

tru�c~ao de uma fam��lia de fun�c~oes polinomiais, deno-

minada Polinômios Potências de Sigm�oides (PPS), e

uma t�ecnica anal��tica para encontrar os coe�cientes

em PPS para a gera�c~ao de uma fam��lia de fun�c~oes

Wavelets polinomiais [Mar96]. Neste trabalho, apre-

sentamos com alguns detalhes os procedimentos para

a gera�c~ao da fam��liade fun�c~oes Wavelets polinomiais,

e apresentamos tamb�em duas aplica�c~oes para elas.

Na primeira aplica�c~ao, mostramos um modelo adap-

tativo para aproxima�c~ao de fun�c~oes, realizado por

uma Rede Neural Arti�cial com fun�c~oes de ativa�c~ao

Wavelet polinomial. A segunda aplica�c~ao se refere

a uma tarefa de compress~ao de imagens atrav�es de

uma t�ecnica piramidal [JAN94] para a decomposi�c~ao

dos coe�cientes wavelets.

Antes por�em de iniciarmos o processo de cons-

tru�c~ao de uma fam��lia de Wavelets polinomiais, ba-

seada em Polinômios Potências de Sigm�oides, s~ao ne-

cess�arios alguns resultados pertencentes ao Espa�co

de Hilbert e a id�eia de frames para Wavelets. A

no�c~ao de frames, foi primeiramente introduzida por

Du�n e Shae�er em [DS52]. Frames correspondem a

uma generaliza�c~ao de bases ortogonais para o espa�co

de Hilbert.
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2 Espa�co de Hilbert e Frames para Wavelets

Sem perder a generalidade, trataremos em nosso ar-

tigo as de�ni�c~oes b�asicas de Wavelets para fun�c~oes

pertencentes ao L2(<). Para isso, vamos recordar al-

gumas propriedades fundamentais do espa�co de Hil-

bert, que �e um espa�co vetorial munido de produto

interno.

Toda fun�c~ao f(x) �e dita quadrado integr�avel ,

L2(<) , se e somente se satis�zer a Equa�c~ao 1:

Z
<

jf(x)j2 dx <1 (1)

Se f(x) e g(x) 2 L2(<) ,ent~ao o produto interno
< f(x); g(x) > �e de�nido pela Equa�c~ao 2:

Z
<

f(x)g(x)dx (2)

onde g(x) corresponde ao conjugado complexo da

fun�c~ao g(x) e a norma sobre o L2(<) �e de�nida por

kg(x)k =< g(x); g(x) >.

Estes conceitos s~ao de fundamental importância

para a de�ni�c~ao de frames no espa�co de Hilbert.

Vamos considerar o conjunto de todas as fun�c~oes

' : < ! < com a seguinte Propriedade 3:

	 = fr n
2 '(rnx� t)jt; r 2 < ; n 2 Zg (3)

onde t e r s~ao transla�c~oes e dilata�c~oes, e r
n
2 �e uma

constante para tornar k'(rnx� t)k2 = 1, e '(x) �e

denominada fun�c~ao m~ae. O Conjunto 	 �e dito um

frame, se satis�zer a seguinte propriedade:

Existem duas constantes A > 0 e B < 1
tal que, para todas as fun�c~oes g(x) 2 L2(<),
a seguinte Rela�c~ao 4 �e v�alida:

A kg(x)k2 �
X
'2	

j< '; g(x) >j2 � B kg(x)k2 (4)

Como consequência direta da Rela�c~ao 4 �e o fato

da fam��lia 	 ser densa no L2(<). Para que tenhamos

um frame a partir da fun�c~ao m~ae, '(�), a seguinte

condi�c~ao 5 de admissibilidade deve ser satisfeita:

Z jb'(w)j2
jwj dw <1 (5)

de 5, implica que
R
'(x)dx = 0 [Dau88a].

3 Constru�c~ao de uma Fam��lia de Wavelets

Polinomiais baseada em PPS

Atrav�es da teoria sobre as S�eries de Taylor [IK66], a

derivada de uma fun�c~ao f(x) em x = x0 �e de�nida

por:

f 0(x0) = lim
�x!0

f(x0 +�x)� f(x0)
�x

desde que o limite exista. Portanto, se computarmos

a Equa�c~ao 6:

f(x0 +�x)� f(x0)
�x

(6)

para um valor pequeno de �x , devemos ter uma a-

proxima�c~ao bastante razo�avel para f 0(x0). Natural-

mente, �x pode ser positivo ou negativo. Assim, se

utilizarmos valores positivos para �x, temos ent~ao:

f(x0 ��x)� f(x0)
��x (7)

Destas propriedades, podemos dizer que a m�edia

das Equa�c~oes 6 e 7 tamb�em ser�a um boa aproxima�c~ao

para f 0(x0): De maneira que podemos escrever a se-

guinte Equa�c~ao 8:

f 0(x0) '
f(x0 +�x)� f(x0 ��x)

2�x
(8)

Por conveniência, faremos p = 2�x substituin-

do esse termo na Equa�c~ao 8. Desta forma, temos a

Equa�c~ao 9:

f 0(x0) '
f(x0 +

p

2
)� f(x0 � p

2
)

p
(9)

Vamos agora computar um valor aproximado

para a segunda derivada de f(x) em x = x0. Da

Equa�c~ao 9, substituimos f (x) por f 0(x); e temos a

Equa�c~ao 10:

f 00(x0) '
f

0

(x0 +
p

2
) � f 0(x0 � p

2
)

p
(10)

Utilizando novamente a Equa�c~ao 9, podemos es-

crever:

f 0(x0 +
p

2
) ' f(x0 + p) � f(x0)

p

e

f 0(x0 �
p

2
) ' f(x0)� f(x0 � p)

p

Aplicando estes resultados na Equa�c~ao 10, te-

mos que a segunda derivada de f(x) em x = x0 �e

dada por:

f 00(x0) '
f(x0 + p)� 2f(x0) + f(x0 � p)

p2
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Podemos considerar, como um dos exemplos de

aplica�c~ao da dedu�c~ao de f 00 acima descrita, a fun�c~ao

'(x) expressa na Equa�c~ao 11, proposta por Pati e

Krishnaprasad [PK93] e que �e muito utilizada em

v�arios trabalhos com uma \roupagem" diferente, is-

to �e, a equa�c~ao anal��tica assume formas diversas; co-

mo em [Mar82], onde �e apresentada uma aplica�c~ao

para a mesma fun�c~ao no algoritmo zero-crossing em

detec�c~ao de contornos.

'(x) = sig(x + p) + sig(x � p) � 2:sig(x) (11)

onde p 2 Z , sig(x) = 1

1+exp(�x)
e a sua derivada em

rela�c~ao a x �e dada por sig(x)0 = sig(x)(1 � sig(x)),
a Equa�c~ao 11 �e v�alida para valores maiores que 2.

Em [PK93], foi adotado o valor p = 2. No referido

artigo, �e mostrado que esta fun�c~ao satisfaz a condi�c~ao

de admissibilidade para Wavelets, Equa�c~ao 5.

Tomemos a Equa�c~ao 11 , se dividirmos ambos os

lados da Equa�c~ao 11 por p2 e tomarmos o limite da

fun�c~ao quando p tente a zero, conforme a Equa�c~ao

12:

lim
p!0

sig(x + p) + sig(x � p) � 2:sig(x)

p2
(12)

Veri�camos que a Equa�c~ao �e exatamente (por

de�ni�c~ao) a derivada segunda da fun�c~ao sigm�oide,

que �e obtida pela Equa�c~ao 13. A derivada segunda

da fun�c~ao sigm�oide, foi gerada a partir da derivada

primeira, citada anteriormente, a qual �e dada pela

Equa�c~ao 13:

d2sig(x)

dx2
= sig(x):(1�sig(x))2+(�sig(x)2:(1�sig(x)))

(13)

Reagrupando os termos, e reescrevendo a Equa�c~ao

13 temos uma forma polinomial dada por:

'2(x) = 2:sig(x)3 � 3:sig(x)2 + sig(x) (14)

onde denominamos por '2(x) a primeira fun�c~ao po-

linomial Wavelet gerada pela derivada segunda da

fun�c~ao sigm�oide. A Figura 1 ilustra as nove primei-

ras fun�c~oes polinomiais obtidas atrav�es das derivadas

sucessivas da fun�c~ao sigm�oide.

Como resultado importante a ser destacado nes-

te ponto, �e o fato de que o conjunto de fun�c~oes Wa-

velets f'i(x)g gerado desta maneira �e composto por

fun�c~oes pertencentes ao L2(<) que satisfazem a con-

di�c~ao 5 de admissibilidade para Wavelets. Por con-

sequência de 5, a fam��lia de fun�c~oes compostas de

transla�c~oes e dilata�c~oes de cada uma das fun�c~oes da

fam��lia 'i �e densa no espa�co das fun�c~oes quadrado

integr�aveis.

Figura 1: Ilustra�c~ao dos elementos '2,'3,'4, '5,'6 ,

'7 '8,'9 and '10, pertencentes a fam��lia de Wavelets

Polinomiais obtidas atrav�es das Potências da Fun�c~ao

Sigm�oide.

Na pr�oxima se�c~ao �e mostrado como essa fam��lia

de fun�c~oes pode ser empregada de forma e�ciente em

aplica�c~oes de aproxima�c~ao de fun�c~oes e em tarefas de

processamento de imagens.

4 Aplica�c~oes de Wavelets Polinomiais Gera-

das por PPS

4.1 Aproximadores de Fun�c~oes

A investiga�c~ao de t�ecnicas que combinam redes neu-

rais, Wavelets e aproximadores universais, encontra-

se abordada atrav�es de v�arios artigos [Dau88b], [ZB92],

[STK92], [PK93], [GSG+96] [MFV96], [Mar96]. Em

Daugman [Dau88b], redes neurais s~ao utilizadas pa-

ra aprender os melhores coe�cientes para a aproxi-

ma�c~ao de imagens atrav�es da fun�c~ao de Gabor, mais

espec���camente, Wavelet de Gabor. Szu et al [ZB92],

utilizam a fun�c~ao h(t) = cos(1:75t): exp(� t2

2
) como

Wavelet m~ae para a representa�c~ao e classi�ca�c~ao de

fonemas. Zhang e Beveniste [ZB92], tratam as wave-

nets (uma contra�c~ao de redes neurais com Wavelets)

como aproximadores de fun�c~oes. Pati e Krishnapra-

sad [PK93] mostram a constru�c~ao de uma fun�c~ao

Wavelet por combina�c~ao de fun�c~oes sigmoidais, bem

como realizam a expans~ao em transformada Wave-

let atrav�es de redes neurais. Recentemente, Weigang

et al [GSG+96] mostraram como Wavenets podem

ser empregadas para a predi�c~ao de condi�c~oes meteo-

rol�ogicas na regi~ao do nordeste brasileiro.

Dentro deste contexto, apresentamos neste tra-

balho uma maneira pr�atica para a utiliza�c~ao das Wa-

velets geradas a partir de potências de fun�c~oes sig-

moidais, para o projeto de redes neurais do tipo feed-

forward. Atrav�es de uma aplica�c~ao pr�atica, mostra-

mos o poder adaptativo das redes neurais baseadas

Anais do IX SIBGRAPI, outubro de 1996
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nesta fun�c~oes geradas.

De um modo geral, toda fun�c~ao cont��nua pode

ser representada pela Equa�c~ao 15 [STK92]:

ef (x) =
mX
i=1

a1i'(
x� a2i
a3i

) (15)

onde a1i ,a
2

i e a
3

i s~ao respectivamente coe�cientes, trans-

la�c~oes e dilata�c~oes da fun�c~ao m~ae ' [Chu92] e m �e o

n�umero de fun�c~oes b�asicas utilizadas. Sob o ponto de

vista de redes neurais arti�ciais, esta representa�c~ao

�e ilustrada pela arquitetura neural da Figura 2.

i

x
i y

ii

i

i

a

a

a

1

1

1

a  a

a  a

a  a

2  3
1  1

2  3
2  2

2  3
m  m

1

2

m

Entrada     Camada Escondida          Saida           Verificacao
                                                        do Erro

Retornar para
 aprendizagem

Soma Erroi
Acum.

Figura 2: Arquitetura de uma rede neural baseada

em Wavelets. Os quadrados na camada escondida,

correspondem as fun�c~oes �lhas que ser~ao adaptadas,

e o quadrado rotulado por acum:erroi corresponde

a fun�c~ao custo: caso o erro total ultrapasse o erro

desejado, o processo retorna a aprendizagem .

Os parâmetros da rede (a1i ,a
2

i e a3i ) s~ao adap-

tados com o objetivo de minimizar a fun�c~ao custo,

que em nossos experimentos corresponde a fun�c~ao

�2, de�nida pela Equa�c~ao 16:

�2 =

nX
i=1

(
yi �

Pm

k=1 a
1

k'(
xi�a

2

k

a3
k

)

�i
)2 (16)

onde n �e o n�umero de amostras da fun�c~ao e m �e o

n�umero de fun�c~oes b�asicas utilizadas. Como trata-

mos de Wavelets, estas fun�c~oes s~ao comumente de-

nominadas por fun�c~oes �lhas.

4.1.1 Wavenet Baseada em PPS

Nesta se�c~ao, mostramos a t��tulo de exemplo, a ca-

pacidade adaptativa de uma das fun�c~oes da fam��lia

f'i(x)g de�nida anteriormente, no caso em estudo,

a fun�c~ao '2(x). Como �e sabido, O processo de a-

prendizagem requer a utiliza�c~ao de algum m�etodo

que minimize o erro da fun�c~ao custo, Equa�c~ao 16 .

Em geral, algoritmos do tipo gradiente descentente

e gradiente conjugado atuando sobre a fun�c~ao custo

padr~ao do backpropagation podem ser empregadas

na de�ni�c~ao dos coe�cientes da rede. Entretanto,

estes s~ao frequentemente muito lentos [SG92]. Em

nosso experimento, utilizamos o m�etodo Levenberg-

Marquardt [Mar63], um elegante m�etodo que parti-

lha das vantagens do m�etodo gradiente descendente

e a rapidez do m�etodo da inversa da matriz Hessian

[PFTV92]. A t��tulo de exemplo, utilizamos como da-

dos de treinamento a fun�c~ao dada pela Equa�c~ao 17,

a Figura 3 ilustra o gr�a�co da fun�c~ao 17.

f(x) = sig(x):(cos(x) � sin(x)) (17)

Figura 3: fun�c~ao teste sig(x):(cos(x) � sin(x)).

O processo de treinamento, foi realizado utili-

zando 9 Wavelets, 90 amostras igualmente espa�cadas

da fun�c~ao ilustrada em 3, o intervalo [�6; 6] foi es-
colhido para a aproxima�c~ao, (note que poderia ser

um intervalo qualquer), e o erro total da aproxi-

ma�c~ao foi estabelecido ser inferior a 0:01 a �nali-

za�c~ao do processo de aprendizagem. Inicialmente,

os parâmetros da rede, foram setados com valores

aleat�orios. O resultado da aproxima�c~ao, obtido pe-

la aplica�c~ao do m�etodo Levenberg-Marquardt com a

fun�c~ao m~ae '2(x) �e ilustrado na �gura 4. Nesta �-

gura, apresentamos 4 fases distintas do processo de

aprendizagem, mais especi�camente: a itera�c~ao de

n�umero 28, 65, 164 e �nalmente a 198 onde ocorreu

a convergência.

4.2 An�alise por Multiresolu�c~ao

Em geral, Wavelets n~ao s~ao sistemas ortogonais. En-

tretanto, podemos construir uma base de Wavelets

ortogonais pela escolha apropriada dos parâmetros

r, t e a fun�c~ao ' da Equa�c~ao 3. Se para o parâmetro

r utilizarmos (2j)j2Z, as Wavelets ter~ao um relacio-

namento pr�oximo a uma express~ao de multiresolu�c~ao

[Mal89]. Vamos elucidar melhor este problema. Es-

te processo �e iniciado com uma apropriada escolha

da fun�c~ao ' conhecida por escala. Dentre as prin-

cipais propriedades da fun�c~ao escolhida para a es-

cala, a mais importante �e que a fam��lia de fun�c~oes
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Figura 4: Processo de adapta�c~ao das Wavelets �-

lhas de '2(x). A ilustra�c~ao corresponde as �epocas

28,65,164 e 198 do processo de treinamento.

f'(x � k); k 2 Zg gera uma base ortogonal para o

espa�co V0. A seguinte rela�c~ao descreve a an�alise por

multiresolu�c~ao:

::: � V�1 � V0 � V1:::
os espa�cos Vj s~ao aninhados. Uma propriedade im-

portante �e que [j2ZVj �e um conjunto denso no L2(<),
isto �e, qualquer fun�c~ao do L2(<) �e escrita como com-

bina�c~ao linear do conjunto [j2ZVj , e a interse�c~ao dos
espa�c~os Vj �e vazia. Outra propriedade importante

em an�alise por multiresolu�c~ao �e:

f(x) 2 Vj  ! f(2x) 2 Vj+1 j 2 Z
os espa�cos Vj e Vj+1 s~ao similares, a menos de es-

cala, isto �e, se Vj �e descrito pelas fun�c~oes 'jk(x �
k); k 2 Z ent~ao o espa�co Vj+1 �e descrito pelas fun�c~oes

'j+1;k(x�k); k 2 Z, onde 'j+1;k(x�k) =
p
2'jk(2x�

k).

Vamos mostrar agora, como as Wavelets entram

nesta hist�oria. Dado que V0 � V1, qualquer fun�c~ao

de V0 pode ser escrita como combina�c~ao linear das

fun�c~oes
p
2'(2x�k) pertencentes a V1. Em particu-

lar:

'(x) =

nX
k=1

hk
p
2'(2x� k) (18)

onde os coe�cientes hk s~ao de�nidos pelo produto

interno de '(x) e '(2x � k). Consideramos agora

o complemento ortogonal de Vj para Vj+1, o qual

denotamos porWj , de maneira que podemos escrever

a Equa�c~ao 19:

Vj+1 = Vj �Wj (19)

Das Equa�c~oes 18 e 19, podemos escrever a E-

qua�c~ao 20:

 (x) =

nX
k=1

(�1)kh1�k
p
2'(2x� k) (20)

Em [Dau90] �e mostrado que f
p
2 (2x � k); k 2

Zg �e uma base ortogonal para W1. Por extens~ao, o

conjunto f2 j

2'(2jx�k); k 2 Zg �e uma base paraWj .

A fam��lia de fun�c~oes  jk(x) = f2
j

2'(2jx�k); k 2 Zg
�e uma base para o L2(<).

Em processamento de sinais, os coe�cientes uti-

lizados nas Equa�c~oes 18 e 20, isto �e, hk e (�1)kh1�k
s~ao conhecidos porQuadrature Mirror Filters (QMF).

Na realidade, hk corresponde a um �ltro passa baixa

e (�1)kh1�k a um �ltro passa alta. A t��tulo de e�-

ciência computacional, a an�alise por multiresolu�c~ao

est�a intimamente conectado a teoria dos algoritmos

piramidais [Ros84].

Muitos artigos tratam das propriedades e vanta-

gens da aplica�c~ao desta t�ecnica em v�arios problemas

da �area de processamento de sinais e vis~ao computa-

cional [Dau88a], [Mal89], [Mur93], [VTG94].

Nesta se�c~ao, vamos ilustrar um exemplo de a-

proxima�c~ao de fun�c~oes baseado em Wavelet de Haar

[Chu92] e outro exemplo de compress~ao de imagens

atrav�es de TransformadaWavelet utilizando a fun�c~ao

polinomial '5(x) ilustrada na Figura 1, para ambos

os casos utilizamos o algoritmo de decomposi�c~ao e re-

constru�c~ao emWavelet proposto por Mallat [Mal89].

Basicamente, este algoritmo resume-se em construir

uma base ortonormal de Wavelets para um espa�co

p-dimensional usando o produto tensor de p fun�c~oes

que geram subespa�cos do L2(<). Em [Mur93], Mu-

raki apresenta um estudo de caso para imagens tri-

dimensionais.

Para o caso uni-dimensional, ilustramos uma a-

plica�c~ao bastante interessante das wavelets de Haar,

associada ao problema de aproxima�c~ao de fun�c~oes

por composi�c~ao de escalas. Para esta aplica�c~ao utili-

zamos a mesma fun�c~ao apresentada na Equa�c~ao 17.

A Figura 5 ilustra os resultados obtidos atrav�es das

sucessivas aproxima�c~ao realizadas.

Figura 5: Processo de aproxima�c~ao de fun�c~oes rea-

lizado por composi�c~ao de Wavelets de Haar de di-

ferentes escalas, iniciando de cima para baixo e da

esquerda para �a direita.
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A an�alise por multiresolu�c~ao desenvolvida por

Mallat [Mal89] �e descrita pelo esquema da Figura

6, que corresponde a decomposi�c~ao de uma fun�c~ao

bi-dimensional atuando sobre as linha e colunas da

imagem. Note que este processo �e facilmente exten-

dido para qualquer dimens~ao.

Passa
Baixa 2

2Passa 
Alta

Passa
Baixa 2

2Passa 
Alta

Passa
Baixa 2

2Passa 
Alta

Im
0

Im1

1 diag
d

1 ver
d

1 hord

                                                   

Figura 6: Representa�c~ao de �ltragens passa al-

ta e passa baixa sobre linhas e colunas de sinais

bi-dimensionais para a decomposi�c~ao Wavelet. O

processo de reconstru�c~ao �e realizado de modo inver-

so.

Com algumas opera�c~oes alg�ebricas, a no�c~ao de

produto tensorial de fun�c~oes e as propriedades de

an�alise por multiresolu�c~ao, podemos escrever três Wa-

velets, Equa�c~oes 21-23, para a opera�c~ao de decom-

posi�c~ao piramidal em imagens (caso bi-dimensional):

	h(x; y) = '(x) (y) (21)

	v(x; y) =  (x)'(y) (22)

	d(x; y) =  (x) (y) (23)

Em uma imagem, as bordas horizontais ser~ao i-

lustradas em d1;hor, as bordas verticais em d1;ver e as

bordas diagonais em d1;diag como ilustradas na Fi-

gura 6. A imagem original (Im0) corresponde a uma

matriz de NxN elementos (n��veis de cinza, no caso

de imagens) e cada d1;� corresponde a uma matriz

de N
2
xN
2
elementos. Este processo �e realizado recur-

sivamente, isto �e, as imagens Im� s~ao aplicadas ao

processo ilustrado pela Figura 6 at�e terminar as pos-

sibilidades de decomposi�c~ao ou um n�umero de n��veis

pr�e estabelecido pelo usu�ario.

A Figura 7 ilustra o esquema de decomposi�c~ao

sobre uma imagem real. Uma aplica�c~ao das Wave-

lets de Haar para extra�c~ao de caracter��sticas em as-

sinaturas o�-line (imagens 2D), pode ser vista em

[MF95], a Figura 7 (�a direita) ilustra a decomposi�c~ao

por Transformada Wavelet baseada no algoritmo pi-

ramidal com 6 n��veis.

Nivel 2

Nivel 1 

1 diag1 ver

1 hor

Im
2 d

dd

d

d

d

2v 2d

2h

Figura 7: Visualiza�c~ao esquem�atica da Transforma-

da Wavelet bi-dimensional com dois n��veis �e ilus-

trada na �gura a esquerda. A �gura a direita i-

lustra a visualiza�c~ao de um exemplo de Assinatura

o�-line e suas decomposi�c~oes por Transformada Wa-

velet [MF95].

4.2.1 Compress~ao de Imagens Baseada em

PPS

Como vimos, em an�alise por multiresolu�c~ao, a ope-

ra�c~ao de convolu�c~ao dos �ltros passa baixa e passa

alta sobre uma imagem resultar�a nos coe�cientes da

decomposi�c~ao Wavelet. Os detalhes sobre a imagem,

isto �e, os coe�cientes associados as bordas verticais,

horizontais e diagonais est~ao associados ao �ltro pas-

sa alta. Quando os detalhes possuem pequenas mag-

nitudes, eles podem ser omitidos sem afetar subs-

tancialmente o efeito perceptual da vis~ao humana a

respeito da imagem.

Assim, a no�c~ao de limiar em coe�cientes das Wa-

velets corresponde a uma maneira de retirar detalhes

n~ao relevantes, que s~ao considerados ru��dos, de ma-

neira a comprimir a informa�c~ao necess�aria para a

reconstru�c~ao da imagem [DJKP93].

Neste artigo, apresentamos os resultados de al-

guns experimentos realizados para a compress~ao de

imagens de tamanho 256 x 256 codi�cados em 256

tons de cinza atrav�es do algoritmo piramidal com

quatro n��veis, usando a fun�c~ao Wavelet '5(x) e va-

riando os limiares. A Figura 8 ilustra os resultados

obtidos para as imagens reconstru��das ap�os a com-

press~ao realizada.

Na Figura 8, a imagem do canto superior es-
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querdo corresponde a imagem original, a imagem do

canto superior direito corresponde a imagem com ta-

xa de informa�c~ao de 0.280640 bits/pixel a qual cor-

responde a uma compress~ao de 28.506308:1, a ima-

gem do canto inferior esquerdo corresponde a ima-

gem com taxa de informa�c~ao de 0.145752 bits/pixel

a qual corresponde a uma compress~ao de 54.88772:1 e

por �ultima, a imagemdo canto inferior direito corres-

ponde a imagemcom taxa de informa�c~ao de 0.1011196

bits/pixel a qual corresponde a uma compress~ao de

79.054283:1.

Figura 8: As imagens ilustram os resultados obtidos

atrav�es do processo de compress~ao. Observando da

esquerda para a direita e de cima para baixo temos: a

imagem original, a imagem comprimida 28.506308:1,

a imagem comprimida 54.88772:1 e a imagem com-

primida 79.054283:1

5 Conclus~oes

Neste artigo apresentamos uma fam��lia de fun�c~oes

denominada Polinômios Potências de Sigm�oides. A-

trav�es de uma escolha conveniente de coe�cientes

inteiros, �e constru��da uma fam��lia de fun�c~oes po-

linômiais Wavelets que s~ao extremamente �uteis para

o projeto de arquiteturas em Redes Neurais Arti�-

ciais, como exemplo, ilustramos uma aplica�c~ao da

fun�c~ao '2(x) como fun�c~ao de ativa�c~ao em redes neu-

rais do tipo feedforward e mostramos a capacidade

adaptativa da fun�c~ao '2(x) em problemas de apro-

xima�c~ao de fun�c~oes. Mostramos tamb�em uma apli-

ca�c~ao de compress~ao de imagens atrav�es de transfor-

madas ortogonais geradas a partir da fun�c~ao '5(x)

para a utiliza�c~ao em t�ecnicas de an�alise por multire-

solu�c~ao. Baseado nos resultados encontrados, veri�ca-

se a potencialidade do emprego da fam��lia de fun�c~oes

f'i(x)g como uma abordagem e�ciente em uma ga-

ma variada de poss��veis aplica�c~oes.
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